Procesos de Larga Memoria Localmente

Estacionarios

Por
Ricardo Alonso Olea Ortega,

Tesis sometida como requisito para optar al grado de
Doctor en Estadistica
Pontificia Universidad Catolica de Chile,
Santiago, Chile

Agosto 2008

© Copyright por Ricardo Olea Ortega, 2008




PONTIFICIA UNIVERSIDAD CATOLICA DE CHILE

DEPARTAMENTO DE ESTADISTICA

Los que abajo firman certifican haber lefdo y recomiendan a la Facultad de
Matemaéticas la aceptacién de la Tesis titulada “Procesos de Larga Memoria
Localmente Estacionarios” de Ricardo Olea Ortega como requerimiento para

optar al grado de Doctor en Estadistica.

29 de Agosto 2008.

Supervisor de Tesis:

Wilfredo Palma

Comité Examinador:

Reinaldo Arellano

Manuel Galea

Mauricio Zevallos



PONTIFICIA UNIVERSIDAD CATOLICA DE CHILE

Fecha: 29 de Agosto 2008

Autor: Ricardo Olea Ortega
Titulo: Procesos de Larga Memoria
Localmente Estacionarios

Departamento de: Estadistica

Grado: Doctor Convocacién: Agosto  Afio: 2008

Se le concede permiso a la para hacer circular y copiar, con propdsitos no comer-

ciales, el titulo ante dicho para los requerimientos de individuos y/o instituciones.

Firma del Autor

EL AUTOR SE RESERVA LOS DERECHOS DE OTRAS PUBLICACIONES, ¥ NI LA TESIS NI EXTRAC-

TOS EXTENSOS DE ELLA, PUEDEN SER IMPRESOS O REPRODUCIDOS SIN EL PERMISO ESCRITO DEL

AUTOR.
EL AUTOR ATESTIGUA QUE EL PERMISO SE HA OBTENIDO PARA EL USO DE CUALQUIER MATE-

RIAL COPYRIGHTED QUE APAREZCA EN ESTA TESIS (CON EXCEPCION DE LOS BREVES EXTRACTOS
QUE REQUIEREN $OLAMENTE EL RECONOCIMIENTO APROPIADO EN LA ESCRITURA DEL ESTUDI-

ANTE] Y QUE TODO USO ESTE RECONOCIDO CLARAMENTE.




A mi madre, padre, hermanos y a mi amada
esposa Patricia.




Indice general

1. Procesos Localmente Estacionarios 1
1.1, Introduccidn . . . . . . . . e 1
1.2. Proceso Gaussiano Localmente Estacionario . . . . ... ... .. .. 4

1.2.1. Ruido Fraccionario Localmente Estacionario (LS-FN) . . . . . 5
1.2.2. Proceso LS-ARFIMA . . . . .. . ... ... . ... .. .... 6

2. Métodos de Simulacién 8
2.1. Expansién MA(co) truncada . . . . . .. . ... ... 0L 9
2.2. Algoritmo de Innovacién . . . . .. ... oL oo L 10
2.3. Aproximacién Algoritmo de Innovacién paquete “fracdiff” . . . . . . . 10
2.4, Comparacidn . . . . . . ... e 11

2.4.1. Simulacidn LS-FN . . . . . ... . . oo 11
2.4.2. Varianza Tedrica vs. Muestral . . . . . . ... ... ... ... 13
3. Estimador de Whittle 15




3.1. Definicidn . . . . . .. e e
3.2, Teoria Asintética . . . . . .« o o L
3.2, Supuestos . ... . e e
3.2.2. Teoremas y Principales Resultados . . . . . . .. ... . ...
3.2.3. Ejemplos. ... ... ..... e B
3.3. Simulacidon . . . ...
331, CasoLineal . ... ... .. . ..

3.3.2. Caso Armonico . . . v v v v e e e

. Estimador de Kalman
4.1. Representacién de Espacio Estado . . . . .. .. .. ... ... ...
4.2, Estimacion . . . . . . . o o e e e e e e e

4.3, Simulacidn . . . . . . . e e e e e

. Tlustracion
5.1. Espeleoteina ................................

5.2. Anillos de darbol . . . . . . L e e e e
. Conclusiones

. Apéndice Técnico
Al Proposiciones . . . ... .. ..

A2 Lemas . . v . e e e e e e

35

39

37

39

41

43

50

56

58




A3 Teoremas . . . . L

B. Programas 99
B.1. Simuladores . . . . . ... e 99
B.1.1. Isfntruncsim . . . .. ... oL 99
B.1.2. Isftninnovsimy kapp . . . . ... .o 100
B.1.3. Istnfracdiffsim . . .. ... oo oo o 100
B.2. Estimador Whittle . .. ... ... .. ... ... 102
B.2.1. Isfnwhittle . . . . ... L 102
B.2.2. whittle.taper.logliknew. 1. . . . . .. ... ... 105
B.2.3. taper . . . . . e e e 106
B.24. fndensity . ... .. ... 106
B.255. varnonstat.d3 . ... ..o 106
B.2.6. varbetayvaralpha ... ... .. ... L 107
B.Z.T. whittle.nonstat.loglik.case.1 hasta
whittle.nonstat.loglik.case 12 . . . . . . . .. .. L. 108
B.3. Estimador Kalman . . ... ... .. .. ... .. ... ........ 116
B.3.1. lsfnkalman . . ... ... . . ... 116
B.3.2. Isfnkalmanloglik . . ... ... ... .. ... .. ... 116
117

B.3.3. lsfn.kalman.loglikprint . . . . .. ... ... ... .. .....




Indice de cuadros

3.1.

3.2.

3.3.

3.4.

3.5.

3.6.

3.7.

Estimacién de Whittle: Caso tendencia lineal (3.9) con tamafio mues-
tral 7' = 512, bloques de tamafio N = 128 y saltos § =64. ... ...
Estimacidn de Whittle: Caso tendencia lineal (3.9) con tamafio mues-
tral 7' = 512, bloques de tamaiio N = 256 y saltos S = 128. . . ...
Estimacién de Whittle: Caso tendencia lineal (3.9) con tamafio mues-
tral 7" = 1024, bloques de tamafio N = 128 y saltos S=64. . . .. .
Estimacién de Whittle: Caso tendencia lineal (3.9} con tamafio mues-
tral T = 1024, bloques de tamafio N = 256 y saltos S = 128. . . . . .
Estimacién de Whittle: Caso tendencia lineal (3.10) con tamafio mues-
tral T = 512, blogues de tamafio N =128 y saltos 5 =64. . . .. ..
Estimacién de Whittle: Caso tendencia lineal (3.10) con tamafio mues-
tral 7" = 512, bloques de tamaiio N == 256 y saltos 5 = 128.

Estimacién de Whittle: Caso tendencia lineal {3.10) con tamafio mues-

tral 7= 1024, bloques de tamafio N = 128 y saltos § =64. . . . . .

v

26

29




3.8.

3.9.

3.10.

3.11.

3.12.

4.1.

5.1.

5.2

Estimacién de Whittle: Caso tendencia lineal (3.10) con tamafio mues-
tral T' = 1024, bloques de tamanio N = 256 y saltos $ =128 . . . . .
Estimacién de Whittle: Caso arménico (3.11} con tamafio mmuestral
T =512, bloques de tamatio N = 128y saltos §5=64.. . . . ... ..
Estimacién de Whittle: Caso arménico (3.11) con tamafio muestral
T =512, bloques de tamafio N =256 y saltos S =128. . . .. . ...
Estimacion de Whittle: Caso arménico (3.11) con tamafio muestral
T = 1024, bloques de tamafio N = 128 y saltos S =64. . . . . . ...
Estimacién de Whittle: Caso arménico (3.11) con tamafio muestral

T = 1024, bloques de tamanio N =256 y saltos S =128, . ... ...

Fstimacién Método de Kalman para datos faltantes. 1000 repeticiones

detamafio T =1024ym=20. . ... .. ... ... ... ...,

Depésitos de Minerales: Modelo ajustado . . . .. . ... ... ...

Anillos de arbol: Modelo ajustado . . . . . .. ... .. .. .. ...




fndice de figuras

2.1.

2.2.

2.3.

9.1,

5.2.

5.3.

0.4.

(a) Truncacién, (b} Innovacién y (¢) fracdiff . . . ... ... ... .. 11
(a) Simulacién ¢ : 1,...,100, (b) simulacién #:901,...,100. ... .. 12
Varianza tedrica en el tiempo vs. Muestral a partir de simulaciones . 13
Depésitos de Minerales. . . . . . . .. ... . L. 44
Depésitos de Minerales. (a) ACF muestral, (b) Var-Plot. . ... ... 44
Depdsitos de Minerales. ACF muestral: {a) Observaciones 1 a 500, (b)
observaciones 1075 a 1575, y (c} observaciones 2150 a 2650. . . . . . 45
Depésitos de Minerales. (a) Estimacién del parémetro de larga memo-
ria. (b) Las estimaciones de la varianza del ruido. En ambos paneles la
linea continua representa el modelo ARFIMA localmente estacionario,
Ia linea quebrada horizontal indica el modelo ARFIMA estacionario vy

46

los puntos representan el suavizamiento por kernel. . . . . . . .. ..

VI




5.9.

5.6.

0.7.

0.8.

5.9.

9.10.

2.11.

5.12.

Depésitos de Minerales: Anédlisis Residual. (a) Residuos obtenidos del
ajuste del modelo, (b) ACF muestral, (¢) PACF muestral, (d) test de
Ljung-Box. . . . . .
Dep6sitos de Minerales: Periodograma vs. Densidad espectral tedrica.
Anillosde drbol. . . . . .
Anillos de dxbol: (a) ACF muestral, (b) Var-Plot. . .. .. ... ...
Anillos de drbol. ACF muestral: (a) Observaciones 1 a 500, (b) obser-
vaciones 750 a 1250, v (c) observaciones 1490 a 1990. . . . . ... ..
Anillos de 4rbol. a) Estimacién del pardmetro de larga memoria. (b)
Estimacién de la varianza del ruido. En ambos paneles la linea continua
representa el modelo ARFIMA localmente estacionarios, la linea que-
brada horizontal indica el modelo ARFIMA estacionario y los puntos
representan el suavizamiento por kernel. . . . . . .. ... .. ...
Arillos de drbol: Analisis Residual. {a) Residuos del modelo ajustado,
(b) ACF muestral, (¢} PACF muestral, (d) test de Ljung-Box.

Anillos de drbol: Periodograme vs. Densidad espectral tedrica. . . . .

52

55




Capitulo 1

Procesos Localmente Estaclionarios

1.1. Introduccién

A pesar que la estacionaridad es una hipdtesis muy atractiva para Ia teoria del
andlisis de series de tiempo, en la practica la mayoria de estas no se ajustan a tal condi-
cién. Como consecuencia de esto, se han propuestos varios enfoques a esta situacion
en la literatura. Entre estas metodologias propuestas, la diferenciacion y la estimacién
de tendencias son opciones comtinmente usadas. Otros enfoques incluyen por ejemp-
lo, técnicas de la evolucién del espectro discutidas por Priestley (1965). En el mismo
estilo, durante las dltimas décadas una serie de nuevos enfoques se han propuesto con
respecto a la variacidon del espectro en el tiempo. Una de estas metodologias, llamada

procesos localmente estacionarias desarrollada por Dahlhaus (1997), ha sido amplia-




mente discutida recientemente en la literatura de series de tiempo, ver por ejemplo
Dahlhaus and Giraitis (1998), Dahlhaus (2000), von Sachs and MacGibbon (2000),
Guo et”al. (2003), Sakiyama and Taniguchi {(2003), Genton and Perrin (2004}, Orbe
et”al. (2005), Dahlhaus and Polonik (2006), Van™Bellegem and Dahlhaus (2006),
Chandler and Polonik (2006), y Fryzlewicz et"al. (2006) entre muchos otros. Este
enfoque permite a procesos estocdsticos que no son estacionarios considerarlos como
si lo fuesen, suponiendo que a un nivel local el modelo varia lo suficientemente suave
en el tiempo para éonsiderarlo aproximadamente estacionario. La teoria de procesos
localmente estacionarios discutida por Dahlhaus (1997) sélo se aplica a series de tiem-
po de corta memoria, como lo son los procesos autoregresivos (AR) que varian en el
tiempo. Desafortunadamente, esta teoria no puede aplicarse en el andlisis de muchas
series de tiempo que exhiben no estacionaridad y fuerte dependencia, que es el caso
de las series que se discuten es este trabajo. Con el fin de tratar este tipo de series
tempaorales, se introducird una clase de procesos localmente estacionarios fuertemente
dependientes y se desarrollaran técnicas de estimacién espectral. Adicionalmente se
propondra una estimacién mediante filiro de Kalman cuya teoria asintética queda
propuesta para futuros trabajos. En particular estos modelos incluyen pardmetros
que se les permite evolucionar en el tiempo. Como se analizard mas adelante en los
ejemplos, permitir que el pardmetro de memoria varfe suavemente ofrece una gran

flexibilidad para el analisis dindmico de una serie de tiempo.




Siguiendo con lo propuesto por Dahlhaus (1997), con ¢l fin de ajustar un modelo
paramétrico para series localmente estacionarias se utilizé una extensién del estimador
propuesto por Whittle (1953). Una gran ventaja de este procedimiento de estimacién
es su eficiencia computacional, ya que sélo requiere el calculo del periodograma por
medio de la transformada de Fourier (FFT). Se demostrd en este trabajo que el esti-

mador de Whittle es consistente, normal y eficiente.

Una novedad del método estadistico utilizado es que permite la deteccidn y el
modelamiento de algunos tipos de no estacionaridades que puede ser dificil de mane-
jar con otras técnicas simples. Por ejemplo, los cambios en la varianza de una serie
temporal puede ser detectada por simple inspeccién de los datos. Sin embargo, las
variaciones en la estructura de la dependencia de la los datos son mucho més dificiles
de detectar y modelar. Como quedara de manifiesto en los ejemplos que se analizaran
mas adelante, la metodologia propuesta es ttil para detectar varios tipos de no esta-
cionaridades en los datos, incluidos cambios en la varianza en la serie, en la varianza

del ruido, o la estructura de autocorrelacién de los datos.




1.2. Proceso Gaussiano Localmente Estacionario

Un Proceso Gaussiano localmente estacionario de media cero puede ser definido

por la representacién

Vir= [ A2(0) et de (), (1.1)

 —T

para t =1,...,T con funcién de transferencia A°. Y ademés,

» £(A) sea un movimiento Browniano en [—w, 7).

» y existe una funcién A, 2r-periédica con preimagen en (0,1] x R e imagen en

C, con A(u, —\) = A(u,\) v

K

Alr(N) = A (% A) ' <

sup
£

para todo 1" con K una constante positiva.

La suavidad de A{)\) en t/T garantiza que este tipo de procesos tenga un compor-

tamiento localmente estacionario.

Un ejemplo de esta clase de procesos localmente estacionaric esta dada por una

expansion infinita de medias maviles:

V= (1) g%« (7) = (13)




donde {e:} es una secuencia Gaussiana de media cero y varianza uno, y

Z {ih; (u)}? < co, Vuweld1]
i=0

En este caso, la funcidén de transferencia del proceso (1.3) estd dada por A7, (A) =

ot (%) e=tA = A (£, X), la cual satisface trivialmente (1.2). El modelo definido

en (1.3) generaliza la expansién de Wold usual para procesos lineales estacionarios

permitiendo que los coeficientes de la expansién infinita de medias méviles varien

lentamente en el tiempo.

1.2.1. Ruido Fraccionario Localmente Estacionario (LS-FN)

Un caso particular de (1.3) es la versién generalizada de un proceso de ruido

fraccionario en fiempo discreto

Yir =0 (_;) (1-B)" @ Dg, = ¢ (%) gnj (;}) &, (1.4)

parat=1,...,T, con {¢;} una secuencia de ruidos blancos Gaussianos de media cero

y varianza uno. Los coeficientes de la expansidn infinita de medias méviles {r;} estdn

dados por

1\ T +dd/T)]
i (T) = TG + DL/ T)] (15)

donde T'(+) es la funcién Gamma y d(-) es el coeficiente de larga memoria que varfa

lentamente en el tiempo. A este proceso lo llamaremos ruido fraccionario localmente

estacionario el cual lo denotaremos como LS-FN(d).




1.2.2. Proceso LS-ARFIMA

Una extensién del proceso definido en la Seccidén 1.2.1 es
O(t/T, BYY,7 = 0(t/T, B) (1 — BYD) o(¢/T) &, (1.6)

parat=1,...,7T, donde ®{u, B) = 1+ ¢ (u) B+ -+ ¢p(u) BY es una componente
autoregresiva, 8(u, B) =1+ (u) B+ -+ 0g{u} B? es una componeﬁte de medias
méviles, d{u) es un pardmetro de larga memoria, o(u) es un factor que determina la
varianza para » € [0,1] y {e:} es una secuencia de ruido blancé Gaussiana de media
cero y varianza uno. Esta clase de modelos es una extension del proceso autoregre-
sivo fraccionario integrado de medias méviles (ARFIMA), donde ®(u, B}, ©{u, B)
y d(u) no dependen de u. Por simplicidad, el modelo (1.6) lo llamaremos ARFIMA
loéalmente estacionario (LS-ARFIMA). Ademds, la evolucién de los pardmetros del
modelo (1.6) puede ser especificada en términos de una clase general de funciones.
Por ejemplo, sea {g;(u)}, con j = 1,2,..., una base de un espacio de funciones que

varfan lentamente y {u) un pardmetro del modelo (1.6). Entonces podemos escribir

este pardmetro en términos de la base {g;{u)} como sigue
k
B(u) = oy g;{u), (1.7)
=0

para valores k v oy, . . ., & desconocidos. Para este caso, la estimacién del pardmetro

f8(u) involucra determinar previamente k y luego estimar los coeficientes a’s. Un

ejemplo de esta aproximacién serfa una clase de polinomios generadas por la base




{g;{u) = v}, expansiones de Fourier generada por la base {g;(u) = elui) v famil-
las por wavelets, tales como los sistemas Haar o Daubechies. Extensiones de estos
casos podria también ser consideradas. Por ejemplo, las bases también puede incluir

pardmetros como en el caso {g;(w) = "%}, donde {f;} son valores desconocidos.




Capitulo 2

Métodos de Simulacion

En este capitulo analizaremos el problema de simulacién de datos proveniente
de un proceso LS-FN. Se proponen tres métodos: (1} Método Expansién MA(co)
Truncada, ver ejemplo Bardet et™al. (2003) p.590, (2) Algoritmo de Innovacién, ver
ejemplo en Brockwell and Davis (1991) p.172 y {3) una aproximacion al algoritmo de

innovacion utilizando el paquete “fracdiff’ implementado para el software estadistico

R.



2.1. Expansién MA(oc) truncada

Sea Y, parat € {1,2,...,T} un proceso lineal localmente estacionario de fuerte

dependencia con representacion

woeelf) Er () en o= $(3)-

donde o(¢/T) es un factor de escala para el proceso y {e;} es una secuencia independi-

ente e idénticamente distribuida con media cero y varianza uno. Consideremos el caso

particular de un proceso LS-FN con d(¢/T} € (—1/2,1/2), el cual tiene representacion

_ (Y s~ _Thi+a/T)
Yr= (>Z%T - (2.1)

T F+ DTA/T)]
con o{u) y d(u) pardmetros construidos en términos de la base {g;(u)} definida en
(1.7) para u € [0, 1].
Como

Ifj + d(u)]

d{u)—1
T'(j + 1)Td{u)] ’

~7

cuando k& — oo, una aproximacién natural del proceso Y. es

J+d t/T)] |

para cada t € {1,2,..., T} y M la truncacion establecida.
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2.2. Algoritmo de Innovacién

Una muestra de un proceso LS-FN definido en (1.4)-(1.5) puede ser generada por
medio del algoritmo de innovacidn, ver ejemplo Brockwell and Davis (1991) p.172. En

esta aplicacién la matriz de varianza-covarianza de el proceso, (s, t}, esta dada por

k(s,t) = E{Y.rY.r)

i

Q
N
=~} w
SN
Q
TN
3] e
N’
L[]
3=

+

w

&
Vi
3] @
N
&=
T
e
N

(3N () _Tl-d(3) —d(f)ITls—t+d(3)]
-7 (7) e

T) T —+d( s—t+1—d ()]

=
£
~———
el
~—
—

para s,t =1,...,7, s > t, donde los coeficientes 7; estdn dados por (1.5).

2.3. Aproximacién Algoritmo de Innovacién pa-

quete “fracdiff”

Otra alternativa al Algoritmo de Innovacion es generar primero “I™ series de tiem-
po {X;, .} de tamaflo T a partir de las mismas innovaciones {¢,} normales con media
cero y varianza uno, pero con parametro de larga memoria d(i/T) siendo una fun-
cién que varia suavemente para i = 1,...,7 con la forma descrita en {1.7). Luego, la
serie de tiemapo de larga dependencia localmente estacionaria se construye consideran-

do la observacién 1 de la primera serie generada, la observacién 2 de la segunda y
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asl sucesivamente, por ejemnplo para el tiempo ¢ la observacién serfa

Yir = X, [d(t/T)]

2.4. Comparacién

2.4.1. Simulacién LS-FN

La Figura 2.1 muestra un ejemplo de simulacién de una serie de tamafio 1000

correspondiente a un proceso LS-FN, con pardmetro de larga memoria definido por
du)=015+020-u, uel0 1]

y factor de escala o(u) = 1 para todo w € [0, 1] a partir de una secuencia de ruido

1]

JWWWMWWMWWWMWNWWWW

T T T
™ o Y
T

W‘WWWWWWWWWW’WWWWWWWMW

T
1oig

T
00

T
e

§[ymwwwww%MWM%WMMwwMWwwWMW@MWWMMWI

T
i

Figura 2.1: {a) Truncacién, (b} Innovacién y (c¢) fracdiff
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blanco independiente e idénticamente distribuida normal de media cero v varianza
uno. Los paneles (a)-{c) de esta figura muestran las series resultantes de los tres
métodos. Para observar de mejor manera el resultado final de estos métodos en la
Figura 2.2 se muestra un acercamiento de los primeros y ltimos cien valores simulados
en (a) y {b) respectivamente. Se puede apreciar que los tres métodos entregan como
resultado final series de tiempo muy parecidas sobre todo para los primeros valores
simulados, pero a medida que el tiempo pasa el método de truncacién presentado como
una linea continua se aparta de los otros dos métodos en el tiempo. Otra diferencia

importante entre estos métodos de simulacién es el tiempo que demoran, siendo el

]

=== Trusciskin

“ i) 10ap
Tne

Figura 2.2: (a) Simulacién ¢: 1,...,100, (b} simulacién ¢ : 901, ..., 100.
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tiltimo propuesto cousiderablemente mas lento que los dos primeros.

2.4.2. Varianza Tedrica vs. Muestral

El efecto de la diferencia en los tres métodos descritos anteriormente en la simu-
lacién final lograda se puede observar al analizar la varianza tedrica esperada de los
procesos simulados versus un suavizamiento por Qpline cithica implementado en R,
ver por ejemplo Hastie and Tibshirani (1990} y Chambers and Hastie (1992). Para
obtener est4 comparacién se procedié primero a simular por los tres métodos 500
series de tamaiio T = 500 de un proceso LS-FN a partir de las mismas innovaciones
normales de media cero y varianza uno, donde el pardmetro de larga memoria fue
definido como d(u) = 0.15+ 0.2 - u, con u € [0,1] y el factor de escala para la var-

ianza o?(u) constante e igual a uno. Luego para cada uno de los 500 “tiempos” se

* ]
uuuuu Tauneapicn
Sl et
-] | frpedif
- Tediica

10

300 400 500

Tima

Figura 2.3: Varianza tedrica en el tiempo vs. Muestral a partir de simulaciones
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calculd la varianza de las 200 repeticiones y finalmente se aplica ¢l suavizamiento por
spline cibica. La Figura 2.3 muestra en linea continua la varianza tedrica del proceso
LS-FN en el tiempo u = ¢/7, conu € [0,1] parat =1,..., T

2/ Il — 2d{u)]
oy (u) = m=

y en lineas entre-cortadas el suavizamiento de la variabilidad muestral de los ftres
métodos por kernel. Se observa que el método de truncacién no logra capturar todo el

efecto de la variabilidad tedrica, mientras que los otros dos en alguna medida logran

un mejor resultado y son parecidos entre si.




Capitulo 3

Estimador de Whittle

3.1. Definicion

Considerando una muestra {Y, 7}, para ¢t = 1,..., T, del proceso (1.1) podemos
estimar el vector de pardmetros del modelo, denotado por ¢, maximizando la funcién

log-Verosimilitud de Whittle

In(uj, A)

Lr(6) = —i —ﬂl;f i Z {108 Jolugy A) + m} dA, (3.1)

donde fy(ny = | A, A)|? corresponde a la densidad espectral del proceso, e Iy {u, A) =

DN (NI oo o] periodograma con faper donde

2‘.'TH’2’N(0)
N-1 s
Dy, A} = Z h (W) Yiurj-nja+srrre”
R
Hk,N = [h (—)] EWZAS,
s=0 N




16

T=SM-1)+N,u; =t;/T,¢; = S(G-1)+N/2,j = 1,..., My h(-}) es el taper de los
datos. La muestra {Y; 7} es subdividida en M bloques de tamafio N y saltos S entre
bloque y bloque. Por ejemplo, consideremos una serie de tiempo con 7" = 652 observa-
ciones y M = 100 bloques de tamano N = 256 con salto S = 4, entonces los bloques
resultantes son: (Y] 696, ..., Yosg625), (Ys.626:- -, Y260,625)s - - -+ (Y307,626, - - - » Y652,625)-

Luego el espectro es estimado localmente por la media de las observaciones en el peri-
odograma con taper para cada uno de los M = 100 bloques y promediados en forma

{3.1). Finalmente, el estimador de Whittle de los pardmetros del vector ¢ estd dado

por

—~

by = arg mix L+(6)

donde la maximizacién ocurre sobre el espacio paramétrico €.

3.2. Teoria Asintdtica

Algunas propiedades para muestras grandes del estimador de Whittle definido en
la seccién anterior son establecidas a continuacién. En particular se mostrard que los
estimadores son consistentes, asintoticamente normales v eficientes. Estos resultados
son establecidos en Teorema 3.2.1, Teorema 3.2.2 y Teorema, 3.2.3 respectivamente. El
comportamiento asintdtico de los estimadores es estudiado asumiendo que la muestra
{Y;r} del proceso (1.1) es vélido para t = 1,...,7T. Asi, el proceso es observado en

los tiempos t/7° € [0,1]. Cuando T' — oo més observaciones son agregadas y la.
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subdivisién comienza a ser cada vez mads fina.

3.2.1. Supuestos

A continuacién se establecen algunos supuestos que garantizan que los estimadores
/
de Whittle cuasi-méximo verosimilitud cumplen algunas propiedades para muestras
grandes como la consistencia, normalidad asintética y eficiencia. El primer supuesto
es sobre la variacién de la densidad espectral del proceso en el tiempo. El segundo
supuesto se relaciona con la funcién taper aplicada a los datos y el tercero se refiere al

esquema de bloques. Se supone que el espacio paramétrico © es compacto. En el resto
de este trabajo, K representa una constante positiva que puede cambiar de linea en
linea.

A 1 La densidad espectral del proceso (1.1} que varia en el tiempo es estrictamente
positivae y satisface

Folu, X) ~ Cp(8,u) A7),

cuando |A| — 0, donde Cr(8,u) > 0, a(f,u) € (0,1). Eziste una una funcidn g(A)
integrable tal que {Vy log folu, M}l < g(A) paratodo 8 € ©, v € {0,1] y A € {—7,7]. La

funcién de transferencia A(u, X) es dos veces diferenciable con respecto a u y satisface

/ A(u’ A) A(’U, _)\) e’!:k/\ AN ~ 0(9, u, ’U) ka(ﬁ',u)-l—a(ﬂ,v)—l’

iy

cuando k — oo, donde |C(8,u,v)| < K para u,v € {0,1] vy 8 € ©. La funcidn

folu, \)™t es dos veces diferenciable con respecto a 8, u y A.
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[

A 2 El taper es una funcion h(u) con w € [0,1] simélrice en torno o ;3 y tiene

derivadas acotadas.

A 3 El tamario de la muestra Ty sus subdivisiones N, S y M tienden a infiniio

satisfaciendo que S/N — 0, /T log® N/N — 0, v/T/M — 0 y N® log* N/T? — 0.

Como ilustracion de estos supuestos, consideremos la versién generalizada de un
proceso de ruido fraccionario para tiempo discreto descrito en las ecuaciones (1.4)-

(1.5). La densidad espectral de este proceso LS-FN(d) esta dada por

T 2

2 —2dp(u)
Jolu, A) = -;L (2 sin -’\«) : (3.2)

Notemos que esta funcién es integrable en A € [—m, 7] para todos u € [0, 1] siempre y
cuando dy(u) < 3 para todo u € [0,1] y ¢ € ©. Por lo tanto, tenemos que fy(u, A) ~
A7) cusndo A — 0. En el supuesto de que |Vodg(u)| < K tenemos que
|Valog fo(u, A)| = |Vds(u)|log (2sin %)2{ < Klog|A|, que es una funcién integrable
en A € [, 7. Ademds, de (1.5) la funcién de transferencia de este proceso cumple

f_ ’ Alu, N A(w, =) exp(ikN)dd = >y () my (v)

'N—d(u) —d@)T [k + d(u)]
Pl-d@)]ld@)lk-+1~-d(@)

para k > 0. Asi, por la aproximacién de Stirling’s obtenemos

/_W Alu, M) A(v, =) exp(ikX)dA ~ II:[[f:j(§:;5)] ;[Z((Z))]] i) =L

K
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para k — oo. Por otra parte, un simple cdlculo demuestra que fg{u, A)~! es dos veces
diferenciable con respecto a u y A mientras que dg(u) es dos veces diferenciable con
respecto a u. Asi, bajo estas condiciones la densidad espectral variante en el tiempo
fo(u, A) satisface el supuesto AL Por otra parte, un ejemplo de taper para los datos

que satisfaga A2 es la funcidén campana-coseno
1
hz) = 5[1 — cos(2nz)]. (3.3)

Notar que si S = O(N®) y M = O(N®) entonces T = O(N**) para a + 5 > 1. De
esta manera, se escogen los exponentes a v b tal que a < 1, % <a+b<2yva<h,

luego el supuesto A3 también se cumple.

3.2.2. Teoremas y Principales Resultados

El andlisis de las propiedades asintéticas del estimador de Whittle localmente
estacionario que maximiza {1.6) se discuten més detalladamente en los siguientes tres

teoremas. Las demostraciones se encuentran en el Apéndice A.

Definamos el estimador de Whittle 8 como el vector que minimiza (1.6).

Teorema 3.2.1 {Consistencia) Sea 8y el verdadero valor del pardmetro 8. Asumiendo

las suposiciones Al - A3, el estimador b7 satisfoce

aT - 901
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en probabilidad, cuando T — o0.

Teorema 3.2.2 (Normalidad) Sea 8, el verdadero valor del pardmetro 8. Si las su-

posiciones Al - A3 se cumplen, entonces el estimador de Whiltle 39} satisfacen el

teorema central del lfmite
VT (B — ) — N [0,I(8)7],

cuando T — o0, donde
T(9) = _4-1; ]O [ :[Vlog £l A)I[V 1og fo(u, A/ dAdu. (3.4)

Teorema 3.2.3 Asumiendo que las condiciones A1 - A3 se cumplen, el estimador

de Whittle Eﬂ} es asintoticamente eficiente.

3.2.3. Ejemplos

Con el fin de ilustrar la aplicacién de los resultados tedricos establecidos en la sec-
cién anterior analizaremos casos en que la evolucién del pardmetro de larga memoria,
la varianza del ruido, los componentes autorregresivos y de media méviles de un pro-

ceso LS-ARFIMA definido en {1.6) son especificadas por un polinomio o mediante

componentes armoénicas.

Ejemplo 3.2.1 Considemos primero el caso P = @ = 0 en el modelo (1.6) donde
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d(u) y o{u} son especificadas por,

d() = > _ 95 (v) o(u) = > Bihj(u),

para u € [0,1], donde g;(-) y h;(-) son funciones base tal como las especificadas en
(1.7). En este caso el vector de pardmetros es (og, ..., ¢, D, ... ,ﬁq)’ y la matriz T

dada por (3.4) puede ser escrita como

'y 0O
F: ! (3‘5)
0 TI's
donde
72 '
r = E l:/ gz(u) Qj(u) duJ ) (3.6)
0 4,9=0,..., g
Y
1 . .
N Y L N B &)
4 q ?
¢ ‘: =1 »thj("j')] 4,7=0,...,9

Ejemplo 3.2.2 Como un caso particular de los pardmetros de la especificacion del
ejemplo anterior, considere el caso P = Q = 0 en el modelo (1.6) donde d(u) y o(u)

son especificados por polinomios,

d(U):Ck0+CK1U+"'+C}fpup,

o(u) = fo+ Oy + -+ G,




22

para u & [0,1]. Similar al Ejemplo 3.2.1, en este caso el vector de parametros es

{an, .-, 0p, B0y, 5,) y la matriz I dada por {3.4) puede escribirse como en (3.5)

donde

=U,...,

! u T du
ry=2 f .
o (Bo+ Bt + Bud)? 4,370y g
Estas integrales pueden ser evaluadas por procedumientos de cdlculo estdndar, ver por

ejemplo, pdgina 64 de Gradshieyn and Ryzhik (2000} o por integracidn numérica.

Ejemplo 3.2.3 Siguiendo con el supuesto de P = @ = 0 en el modelo (1.6), con-

sidere que d(u) y o(u) son definidos por expansiones armdnicas

d(u) = ap + az cos{Mu) + - + ap cos(Au),

ol{u) = Gy + By cos{wyu) + - - - -+ G, cos(wyu),

pare w € [0,1], donde Mg = 0, A7 # A3 para todo 4,5 = 0,...,p, i # J, wpy = 0, y
wi o w? para todoi,7 =0,...,q, 1 # 7. Por simplicidad, los valores de las frecuencias
{2} v {w;} son asumidos conocidos. Como en el Ejemplo 3.2.2, en este caso el vector
de pardmetros es (ag,...,0p, B0, ..., 0,)" y lo matriz T' que aparece en (3.4) puede

escribirse como (3.5) con

ro- 7 fsin(h — Ay) N sin{A; -+ A;)
D D VY M+N L,

-----
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7 [sin{w; — w;)
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I's

:E Wi — Wy

wi—i—wj

-----

sin{w; + wj)}
1,5=0,...,¢

Ejemplo 3.2.4 Consideremos ahora qgue P = Q) = 1 en el modelo (1.6) donde o(1) =

1y d(u), ®{u, B), O(u, B) son especificadas

d(u) = e,

®(u, B) =1+ ¢(u)B,

O(u, B) = 1+ 0{u)B,

d(u) = ayu,

6(u) = agu,

para u € [0,1]. En este caso, el vector de pardmetros es {0, 0, &)’ y la matriz I' de

(3.4) puede escribirse como

Y11
L

Y31

donde

1 1‘!‘&’1 1

Tz = log

208 71

Y12 =
(10

—“~)37§9(

Y1z Vi3
Y22 o3 !

Y3z V33

_J) ’a/ll < 17

ala?')_aa’
10z
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con g(x) = arctanh{/z) para z € (0,1} y g(z) = arctan(y/—z) para z € {-1,0),

1 1 1 1
VISME{[i—OI—J - [1*5{—%} 10g(1+a1)},

1 1+G€2 1

Y2 = 57108 3
20 T 1l-—ay o

1 1 1 1
A ]_m—— — —_— ——
“Yo3 %0 {[ a%} log(1+of2) {2 CEJ}’
18"

IO"ZI < 17

ﬂ.2

Va3 = 15

Ejemplo 3.2.5 Para un proceso de ruide fraccionario estacionario FN(d), lao varian-

za asintotica del estimador mdzimo verosimil (MLE) del pardmetro de larga memoria,

-

d, satisface

, -~ 6
TlﬁoTVar(d) =5

Por otro parte, supongamos que consideramos un proceso LS-FN proceso donde el
pardmetro de larga memoria varia por ejemplo de acuerdo a d{u) = oy + oqu. Para
estimar d(u), debemos estimar los dos pardmetros og y o . Sea Gy y 8y los estimadores

—~

de Whittle, luego d(u) = & + &u. Segin el Teorema 8.2.2, la varianza asintdtica de

esta estimacidn cumple con

-~

24
lim T Varld(u)] = ;(1 — 3u + 3u?),

T—oo

y luego integrando con respecto a u obtenemos

! ~ 12
lim T / Varld(w)du = 2.
0

T—o0 7'['2
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—~

Como se estiman, dos pardmetros, la varianza asintdtica de d{u) es dos veces la vari-
anza asintotica de d. Este resultado pueden generalizarse para los casos en que tres o

mds coeficientes se calculan y para las tendencias mds complejas, tal como se establece

en el siguiente teorema.

Teorema 3.2.4 Considere un proceso LS-FN (3.2} con pardmetro de larga memoria
variante en el tiempo dg(u) = 377, B;9;(w), donde {g;(u)} son funciones base tal
como se definen en (1.7). Sea d{u) = A @gj(u) el estimador de dg(u) para u €

[0,1). Entonces, bajo los supuestos A1-A3 tenemos que

, ' - 6 p
Jim 7 /0 Var[d(u)} du = =%, (3.8)
Notar que de acuerdo al Teorema 3.2.4 el limite del promedio de las varianzas

de d(u) dado por (3.8) no depende de las funciones deterministicas g;(-) para todo

i=1...,p

3.3. Simulacién

Para analizar el desempefio de los estimadores de Whittle se simularon procesos
LS-FN considerando primero una tendencia lineal para los pardmetros de larga memo-
ria y un factor de escala. Luego se evalud el desempefio considerando una evolucién
del tipo arménica para el pardmetro de larga memoria, con factor de escala fijo. Se

consideraron muestras de tamano 7" =512 y T = 1,024 con subdivisiones N = 128,
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S =064y N =256, 5 = 128. Se utilizé como taper la campana-coseno definida en

(3.3). Todos los resultados estdn basados en 1000 repeticiones.

3.3.1. Caso Lineal
Consideremos primero el caso donde
dlu) =ag+amu y ofu)=1 (3.9)

Los pardmetros ag y o de {3.9) pertenecen a un conjunto tal que 0 < d{u) < 1 para
todow € [0,1].  Los resultados para este conjunto de simulaciones se encuentran en
las Tablas 3.1 - 3.4. En estas tablas, los promedios de las estimacidn de los pardmetros,
estan representados en la tercera y cuarta columnas, los cuales estan cerca de sus
verdaderos valores. Por otra parte, la estimacién de la desviacion estdndar se muestra
en la séptima y octava columnas, que también estan cerca de sus tedrico en la quinta
y sexta columnas, respectivamente. Notar que para un tamaflo muestral 7' = 512

se logra un sesgo méds pequefio con la combinacién N = 128 y S = 64, mientras

Tabla 3.1: Estimacién de Whittle: Caso tendencia lineal {3.9) con tamafio muestral
T = 512, bloques de tamafio N = 128 y saltos S = 64.

Parametros Estimates SD Estimated SD
g (23] o7 o 0(&0) 0(&1) 3(50) 3(@1)
0.15 0.25 0.141 0.251 (.069 0.119 0.093 0.153
0.15 0.30 0.157 0.283 0.069 0.119 0.089 0.130

0.20 0.25 0.206 0.235 0.069 0.119 0.094 0.137
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Tabla 3.2: Estimacién de Whittle: Caso tendencia lineal {3.9) con tamafio muestral
T = 512, bloques de tamafio N = 256 y saltos S = 128.

Parametros Estimacién SD SD Bstimacién
(84)) Xy a[) 6?1 O'(&O) O'(&}_) 3(@0) 3(521)
0.15 0.25 0.156 0.234 0.069 0.119 0.103 0.175
0.15 0.30 0.173 0.263 0.069 0.119 0.093 0.146
0.20 0.25 (0.222 (.214 .069 0.119 0.100 0.155

que para un tamafio de muestra T = 1024 los mejores resultados se lograron con la
combinacidn N = 256 y .S = 128. Las desviaciones estdndar es en ambos casos son

muy parecidas.

Tabla 3.3: Estimacién de Whittle: Caso tendencia lineal (3.9) con tamafio muestral
T = 1024, bloques de tamaifio N = 128 y saltos 5 = 64.

Parametros Estimacion SD SD Estimacién
o7 (23] Qg o o{t) U(al) 3@0) a‘h(al)
0.10 0.20 0.078 0.213 0.049 0.084 0.060 0.1086
0.15 0.25 0.128 0.281 0.049 0.084 0.065 0.109
0.20 0.20 0.186 (.223 0.049 0.084 (.066 0.111
0.20 0.25 0.200 0.256 0.049 0.084 0.064 0.090
0.25 (.20 0.257 0.196 0.049 0.084 (3.063 0.091

Para el caso
du) =ao+onu y olu) = G+ fru. (3.10)

Los pardmetros oy, oq, fo v f; de (3.10) pertenecen a un conjunto compacto tales que

0 <d(u) < 3 y o{u) > 0 para todo u € [0,1]. Los resultados para este conjunto de
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Tabla 3.4: Estimacién de Whittle: Caso tendencia lineal (3.9) con tamafio muestral
1= 1024, bloques de tamafio N = 256 y saltos S = 128.

Parametros Estimacion SD SD Estimacidn

X (8 4] 620 Eil O‘(ag) 0(621) 3(&0) 3(6.71)
0.10 0.20 0.089 0.209 0.049 0.084 0.062 0.108
0.15 0.25 0.141 0.269 0.049 0.084 0.067 0.113
0.20 0.20 0.195 0.213 0.049 0.084 0.064 0.116
0.20 0.25 0.210 0.244 0.049 0.084 0.062 0.094
0.25 0.20 0.263 0.189 0.049 0.084 0.061 0.092

Tabla 3.5: Estimacion de Whittle: Caso tendencia lineal (3.10) con tamafio muestral
T =512, blogues de tamano N = 128 y saltos S = 64.

Pardmetros Estimacion SD SD Estimacién

(87} (851 a{) 6?1 O'(ag) 0(6?1) 8(&0) 3(&1)
0.15 0.25 (.146 0.254 0.069 0.119 0.089 0.153
0.15 0.30 0.155 0.284 0.069 0.119 0.081 0.126
0.20 0.25 (.202 0.239 0.069 0.119 0.078 0.129
0.15 0.25 0.142 (.255 0.069 0.119 0.086 0.146
0.15 0.30 0.144 0.297 0.069 0.119 0.076 0.126
0.20 0.25 0.199 (0,242 0.069 (.119 0.078 0.126

Bo By Bo Ao ol oB) F(R) 5(5)
.50 0.50 0.500 0.515 0.038 0.079 0.047 0.097
0.50 0.50 0.499 0.516 0.038 0.079 0.048 0.099
0.50 0.50 0.500 0.517 0.038 0.079 (.046 0.094
1.00 -0.50 1.000 -(0.495 0.053 0.079 0.064 0.102
1.00 -0.50 1.001 -(.492 0.053 0.079 0.057 0.090

1.00 -0.50 1.002 -0.490 0.063 0.079 0.058 0.091
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simulaciones se encuentran en la Tabla 3.5 a la Tabla 3.8. En estas tablas, los prome-
dios de las estimacién de los pardmetros, estdn representados en la tercera y cuarta
columnas, los cuales presentan un pequefo sesgo. Por otra parte, la estimacién de la
desviacion estandar se muestra en la séptima y octava columnas, que también estdn
cerca de sus valores tedricos mostrados en la quinta y sexta columnas, respectiva-
mente. Notar que nuevamente para un tamafio muestral 7’ = 512 se logré un menor
sesgo en la combinaciéon N = 128 y § = 64, en cambio para un tamafio muestra

T = 1024 los mejores resultados se logran con la combinaciéon N = 256 y S = 128.

Tabla 3.6: Estimacién de Whittle: Caso tendencia lineal {3.10) con tamafio muestral
T = 512, bloques de tamaiio NV = 256 y saltos 5 = 128.

Pardmetros Estimacién SD SD Estimacién
Cig (83} ag E?l U(ag) O'(&l) 3(620) 3(&1)
0.15 (.25 (0.161 0.235 0.069 0.119 0.097 0.174
0.15 0.30 0.171 (.269 0.069 0.119 0.087 (0.144
(.20 0.25 0.214 0.227 0.069 0.119 0.081 (0.147
0.15 0.25 0.155 0.235 0.069 0.119 0.098 0.173
0.15 0.30 0.153 (0.281 0.069 (0.119 (0.086 0.149
0.20 0.25 0.209 0.225 0.069 0.119 0.088 0.154
Bo B Eo Bl g (Eo) o (61) 3(50) 3(31)
0.5 0.5 0.502 (1.508 (.038 0.079 0.062 0.128
0.5 0.5 0.500 0.509 0.038 0.079 0.061 0.126
0.5 0.5 (0.502 0.508 0.038 0.079 (.059 0.117
1.0 -0.5 1.000 -0.498 0.053 0.079 0.078 0.130
1.0 -0.5 0.999 -0.492 0.053 0.079 0.068 0.114

1.0 -0.5 1.000 -0.491 0.053 0.079 (.069 0.116
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Tabla 3.7: Estimacién de Whittle: Caso tendencia lineal (3.10) con tamafio muestral
T = 1024, bloques de tamaiio N = 128 y saltos 5 == 64.

Parametros Estimacion SD SD Estimacion

o o iy oy a(ag) o(8h) o (&) a(ay)
0.10 0.20 0.080 0.213 0.049 0.084 0.060 0.112
0.15 0.25 0.133 0.277 0.049 0.084 0.066 0.109
0.20 0.20 0.187 0.221 0.049 0.084 0.067 0.113
0.20 0.25 0.197 0.258 0.049 0.084 0.057 0.092
0.25 0.20 0.252 0.204 0.049 0.084 0.057 0.091
0.10 0.20 0.078 0.215 0.049 0.084 0.059 0.114
0.15 0.25 0.132 0.275 0.049 0.084 0.067 0.115
0.20 0.20 0.193 0.214 0.049 0.084 0.067 0.114
0.20 0.25 0.195 0.262 0.049 0.084 0.058 0.088
0.25 0.20 0.254 0.198 0.049 0.084 0.055 {.089

Bo o1 Bo B 7(0s) o(6y) () o (/)
0.50 0.50 0.498 0.509 0.027 0.056 0.030 0.064
0.50 0.50 0.499 0.518 0.027 0.056 0.032 (0.066
0.50 0.50 0.499 0.518 0.027 0.056 0.031 0.064
0.50 0.50 0.500 0.521 0.027 0.056 0.030 0.062
0.50 0.50 0.506 0.513 0.027 0.056 0.030 0.060
1.00 -0.50 0.998 -0.494 0.038 0.056 0.042 0.067
1.00 -0.50 1.001 -0.492 0.038 0.056 0.044 0.067
1.00 -0.50 1.004 -0.495 0.038 0.056 0.043 0.066
1.00 -0.50 1.003 -0.491 0.038 0.056 0.041 0.062

1.00 -0.50 1.008 -0.498 0.038 0.056 0.040 0.062
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Tabla 3.8: Estimacién de Whittle: Caso tendencia lineal (3.10) con tamafio muestral
T = 1024, bloques de tamafio N = 256 y saltos .5 = 128.

Parametros Estimacion sSD SD Estimacién

g o ol 0 o(dy) o{ts) o (&) a(ay)
0.10 0.20 0.092 0.207 0.049 0.084 0.062 0.115
0.15 0.25 0.145 0.266 0.049 0.084 0.067 0.109
0.20 0.20 0.196 0.212 0.049 0.084 0.065 0.114
0.20 0.25 0.203 0.253 0.049 0.084 0.055 0.092
0.25 0.20 0.260 0.192 0.049 0.084 0.055 0.094
0.10 0.20 0.091 0.207 0.049 0.084 (.062 0.117
0.15 0.25 0.144 0.261 0.049 0.084 0.065 0.115
0.20 0.20 0.200 0.206 0.049 0.084 0.065 0.112
0.20 0.25 0.203 0.252 0.049 0.084 0.057 (.090
0.25 0.20 0.257 0.193 0.049 0.084 0.054 0.092

Bo o Bo B g (/30) g ([31) 3(/60) 3([31)
0.50 0.50 0.500 0.505 0.027 0.056 0.034 0.071
0.50 0.50 0.501 0.509 0.027 0.056 0.035 0.071
0.50 0.50 0.499 0.512 0.027 0.056 (.034 0.069
0.50 0.50 0.499 0.515 0.027 0.056 0.032 0.066
0.50 0.50 0.504 0.508 0.027 0.056 0.033 0.067
1.00 -0.50 0.999 -1.496 0.038 0.056 0.044 0.072
1.00 -0.50 1.000 -0.494 0.038 0.056 0.046 0.071
1.00 -0.50 1.001 -0.495 0.038 0.056 0.045 0.072
1.00 -0.50 1.002 -0.495 0.038 0.056 0.044 0.068
1.00 -0.50 1.004 -0.498 0.038 0.056 0.043 0.068

3.3.2. Caso Armonico

Consideremos la siguiente estructura

d(u) = 0g + ey cos(2mu) y o(u) =1 (3.11)
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Andlogamente para al caso de tendencia lineal, los pardmetros ag v o perfenecen

a un conjunto compacto tal que 0 < d(u) < I para todo u ¢ [0,1]. Desde la

Tabla 3.9: Estimacién de Whittle: Caso arménico (3.11) con tamafio muestral T =
512, bloques de tamafio N = 128 y saltos S = 64.

Pardmetros Estimacion SD SD Estimacién

a7} ¥y ag @1 O'(&U) 0’(&1) 3(&0) 3(&1)
0.15 0.10 0.139 0.097 0.034 0.049 0.038 0.049
0.20 0.10 0.184 0.099 0.034 0.049 0.047 0.057
0.20 0.15 0.192 0.148 0.034 0.049 0.044 0.049
0.25 0.10 0.240 0.108 0.034 0.049 0.048 0.062
0.25 0.15 0.242 0.156 0.034 0.049 0.046 0.053
0.25 0.20 0.249 0.194 0.034 0.049 0.042 0.040
0.30 0.10 0.295 0.104 0.034 0.049 0.047 0.059
0.30 .15 0.297 0.155 0.034 0.049 0.041 0.047
0.35 0.10 0.345 0.105 0.034 0.049 0.042 0.055

Tabla 3.10: Estimacién de Whittle: Caso armdénico (3.11) con tamafio muestral T =
512, blogues de tamaho N = 256 y saltos S = 128.

Pardmetros Estimacion SD SD Estimacién

Qp g 620 621 O'(ag) U(&l) 3(@0) 3(6?1)
0.15 0.10 0.147 (.090 0.034 0.049 0.040 0.046
0.20 0.10 0.194 0.090 0.034 0.049 0.047 0.052
0.20 0.15 0.204 0.139 0.034 0.049 0.046 0.048
0.25 0.10 0.249 0.096 0.034 (.049 0.047 0.055
0.25 0.15 0.255 0.142 0.034 0.049 0.045 0.052
0.25 0.20 0.267 0.180 0.034 0.049 0.045 0.040
0.30 0.10 0.304 0.093 0.034 0.049 0.048 0.054
0.30 0.15 0.311 0.140 0.034 0.049 0.043 0.046

0.35 0.10 0.356 0.094 0.034 0.049 0.042 0.051
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Tabla 3.11: Estimacién de Whittle: Caso arménico (3.11) con tamafio muestral T' =
1024, bloques de tamafio N = 128 v saltos 5 = 64.

Pardmetros FEstimacién SD SD Estimacion

o o o o a(ap} a(dy) () a(o)
0.15 0.10 0.134 0.102 (3.024 0.034 0.027 (0.037
0.20 0.10 0.185 0.109 0.024 0.034 (0.032 0.042
0.20 0.15 0.190 0.156 0.024 0.034 0.030 0.035
0.25 0.10 0.241 0.113 0.024 0.034 0.034 0.044
0.25 0.15 0.242 0.165 0.024 0.034 0.032 0.041
0.25 0.20 0.246 0.207 0.024 0.034 0.031 0.030
0.30 0.10 0.299 0.111 0.024 0.034 0.033 0.044
0.30 0.15 0.297 0.164 0.024 0.034 0.031 0.036
(.35 0.10 (0.353 (0.106 0.024 0.034 0.02% 0.038

Tabla 3.9 a la Tabla 3.12 se presentan los resultados para el caso arménico (3.11)

considerando tamafios muestrales T = 512 y T == 1024. Se aprecia en estas tablas

Tabla 3.12: Estimacién de Whittle: Caso arménico (3.11) con tamafio muestral 7' =
1024, bloques de tamafio N = 256 y saltos & = 128.

Pardmetros Estimacién SD SD Estimacién

O 03] ao 621 0(620) 0’(&1) 3(&0) 3(&1)
0.15 0.10 0.143 0.099 0.024 0.034 0.029 0.035
0.20 0.10 0.195 0.104 0.024 0.034 0.031 0.039
0.20 0.15 0.199 0.152 0.024 0.034 0.030 0.035
0.25 0.10 0.249 0.108 0.024 0.034 0.032 0.041
0.25 0.15 0.251 0.159 0.024 0.034 0.029 0.039
0.25 0.20 0.257 0.203 0.024 0.034 0.029 (.030
0.30 0.10 0.305 0.104 0.024 0.034 0.031 0.040
0.30 0.15 0.306 0.156 0.024 0.034 0.028 0.033

0.35 0.10 0.359 0.102 0.024 0.034 0.025 0.035
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que la estimacion de los pardmetros presentan un pequeio sesgo v las desviaciones
estdndar estimadas son cercanas a sus valores tedricos.

En resumen, estos experimentos de Monte Carlo sugieren que el desempefio para
muestra finita los estimadores de Whittle propuestos son buenos en términos de sesgo
y desviaciones estandares. Esto, a pesar de que en muchas de estas simulaciones hemos
comprobado la metodologia para valores grandes del pardmetro de larga memoria d,
es decir, los valores son cercanos a 0.5. Por ejemplo, en la Tabla 3.5 la combinacién

g = 0,20 y a7 = 0,25, tiene un promedio de d(u) igual a 0,325 con valor méximo

igual a 0.45.



Capitulo 4

Estimador de Kalman

Una alternativa a los estimadores de Whittle propuestos en el capitulo anterior
son los estimadores obtenidas a partir de la téenica de Filtro de Kalman. Esta técnica
tiene la ventaja de poder trabajar en presencia de datos faltantes y ademds entrega

de forma automética algunos subproductos, por ejemplo los residuos del modelo, sus

valores ajustados y la log-verosimilitud.

4.1. Representacién de Espacio Estado

Consideremos Y;r con ¢ € {1,2,...,T} un proceso lineal localmente estacionario

de fuerte dependencia, con representacion de medias méviles
A ¢ > t
Yir =0 (?) > (f) Ei-j, con Y 1 (5) < 00, (4.1)
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donde o (t/T) es un factor para la varianza del proceso y {e:} es una secuencia de
ruido blanco normal independiente e idénticamente distribuida con media cero y var-

ianza uno. Si truncamos la expresién (4.1} hasta la m-ésima componente, podemos
aproximar Y, r como
A ¢
Yir=0 (f) Zﬁj (iﬁ) Et—j)
=0
la cual tiene representacién de espacio estado m-dimensional, ver ejemplo Brockwell

and Davis (1991) p.469, dada por

Yir =o{t/T) {nm(t/T) Pr(H/T) -+ m(t/T) 1] X (12)
donde
:L't—m
Ttm—1
Xpp == (4.3)
Ty J
Y
) . o
010 --- 0 0
001 -+ 0 0
Xemr=| ¢+ 0 0 | X+ | ] & (4.4)
000 - 1 0
_0 00 0] 1

parat=1,...,7 — 1.
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4.2. FEstimacion

A partir de la Proposicién 12.2.2 de Brockwell and Davis (1991) p.467 que suponen

una representacién de ia forma

Xiprr = Fir Xor + Vir, (4.5)

Vir = Gir Xor + Wi, (4.6)

parat=1,...,T — 1, donde

Vir I Gy Sir
E[Ut,T] =FK =0, E [Ut:T t,T} = ’
VVt,T Sg,T Rt.T
X, Uip, U, ..., sOn 0O correlacionados e Yy r satisface
YoriVir e YorlWir Vi {4.7)

Entonces el predictor a un paso
Xt,T = Ptml,T Xt,T,
y la matriz de covarianza del error de prediccion
Qg = E[(Xoq — Xor)(Xeq —~ ),
son determinadas dnicamente por las condiciones iniciales,

Xir=PXur|Yor), ur=FE[XizXiz],




!
1

y las recursiones para t = 1,...,7 — 1,
N = Gur$ShrGir+ Rer,
Gr = Frlhr GQ,T + Si7,
Quiir = FrQrFlr+Qur — 60 AL
XH—},T =

For Xer 4+ 641 At—% (Yir —Gir X.7),

donde A7] es la inversa de Ay 7.
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(4.8)

Para. el caso de datos faltantes la modificacién de las ecuaciones de Kalman, Palma

and Chan (1997), son:

FirSyr Fp+ Qur — Our A LYS

Qt+1,T =

FioShr Flp+Qur

For Xt,T + O, A7 (Yor — G X.7)

Xt+1,T =

For Xr

Para (4.2) a (4.4) se tiene que

0

1

=

Ei+1y

para todot=1,...,7.

Wir=0 y Fr=

si obs en ¢ es conocida

(4.9)

si obs en ¢ es missing

si obs en ¢ es conocida

(4.10)

si obs en { es missing

1 0 - 0
01 - 0
00 - 1
0 0 - 0

(4.11)
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Ahora si consideremos una muestra {Y;r}, para t = 1,...,T, del proceso (1.6)

podemos estimar el vector de parametros del modelo, denotado por f, maximizando

la funcién log-Verosimilitud

2
T T \Yir—Yer(0
ZIOgAtT +Z[tTAtTtT( )} (4.12)
t==1

t=

Finalmente, el estimador de kalman de los parametros del vector # estd dado por
f7 = arg méx Ly (0)

donde la maximizacién ocurre sobre el espacio paramétrico ©.

4.3. Simulacion

Para analizar el desempefio de los estimadores de Kalman se simularon 1000 repeti-
ciones de tamafio T = 1024 de un procesos LS-FN donde los pardmetros d(u) y o(u)
son definido como en el caso lineal {3.9). Se procedié ademds a eliminar aleatoria-
mente un 10% v 20% de los datos para comparar el efecto real en la estimacion de
este método cuando se estd en presencia de datos faltantes. La Tabla 4.1 muestra
que las estimaciones obtenidas por el Método de Kalman con una truncacion m = 20
para diferentes niveles de valores faltantes no difieren mayormente, pero se observa
que las desviaciones estdndares estimadas aumentan levemente a medida que el nivel

de valores faltantes aumenta. Esto es una gran ventaja para el estudio de series de
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tiempo que presenten esta caracteristica.

Tabla 4.1: Estimacién Método de Kalman para datos faltantes. 1000 repeticiones de
tamafio T = 1024 y m = 20.

Pardmetros Estimacion SD Estimacidén

-~

% NA oy Qg g a;  o(dp)  o(on)

0% 0.15 025 01619 0.2247 0.0495 0.0809
10% 0.15 0.25 0.1617 0.2248 0.0523 0.0854
20% 015 0256 01642 0.2222 0.0566 0.0922

% NA B B o 2 3(30) ()

0% 1.00 0.00 09969 0.0073 0.0458 0.0781
10% 1.00 0.00 0.9462 0.0065 0.0465 0.0799
20% 1.00 0.00 0.8907 0.0086 (0.0464 0.0823

Notar que en la Tabla 3.4 la combinacién ap = 0.15 y oy = 0.25 con o(u) = 1 los
estimadores de Whittle presentan un menor sesgo, pero los estimadores de Kalman

presentan una desviacién estdndar estimada considerablemente menor incluso para

un nivel de valores faltantes del 20 %.



Capitulo 5

Tlustracion

En este capitulo se ilustrard la aplicacién de la metodologia de larga memoria

" localmente estacionaria propuesta en el Capitulo 3 a través del andlisis de dos series

de tiempo reales. Fl primer ejemplo consiste en una serie temporal sobre depdsitos de
minerales formados en cavernas (Espeleotema). Un ejemplo de estas formaciones son
las estalactitas y estalacmitas. El segundo ejemplo corresponde a los anchos anualea
de los anillos de un arbol. Una motivacién para el estudio de estas dos series de tiempo
es el andlisis de variables climdticas, ya que el espesor de los depésitos de las capas
y los anchos de anillos de drboles son utilizados con frecuencia en muchas disciplinas

como proxies climaticos, ver por ejemplo Tan et”al. (2003) y sus referencias.

En las aplicaciones discutidas en este capitulo se utilizard el modelo LS-ARFIMA

41
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(0,d,0)-(p, q) descritos en la Seccién 1.2.2, donde el pardmetro de larga memoria y el

factor de escala para la variabilidad del proceso son explicados por un polinomio de

orden p v g respectivamente,

dlu) = ag+omu+- + opuf,
o u) = (8o -+pFu+ -+ Bul)

En este caso, el vector de pardmetros es 8 = (ag, @1, . .., 0, 0, P, - - -+ By). Los mode-

los son seleccionados por el Criterio de Informacién de Akaike {AIC} y por el andlisis

de significancia de los pardmetros involucrados. El AIC esta dado por

~

AIC(R) = =2 Lr(8) + 2(p + g + 2),

donde Lz es la funcién log—verosimilitud de Whittle definida en (3.1). Notar que esta
clase de modelos LS-ARFIMA contienen, como caso particular, la familia de pro-
cesos ARFIMA estacionarios. Por lo tanto, observando el AIC y la significancia de
los pardmetros, es posible tener una idea acerca de si un modelo estacionario o un
modelo localmente estacionario se ajusta mejor a los datos. Los dos ejemplos de la
vida real presentados a continuacién son tomados sélo como ejemplos de aplicacién
de 1a metodologia desarrollada en este trabajo. En estos dos casos, los modelos local-
mente estacionarios parecen ajustarse mejor a las series de tiempo que los modelos
estacionarios. Sin embargo, de ninguna manera estamos estableciendo que esos son

los tinicos modelos apropiados. Por otra parte, esta clase de procesos ofrecen una flex-
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ibilidad y un enfoque parsimonioso para el problema. Es flexible porque permite el
ajuste de una gran clase de pardmetros que evolucionan segiin un patrén que depende
de la eleccién adecuads de las funciones de base. Por otro lado, se trata de un enfoque
parsimonioso ya que la seleccién de un modelo por AIC busca el modelo més simple
que ajuste de mejor manera a los datos observados. Por otra parte, la estructura de un
LS-ARFIMA permite evaluar las hipstesis estadisticas sobre los modelos propuestos
por medio de las propiedades establecidas en los Teorema 3.2.1 a Teorema 3.2.3. En
particulaz, esta estructura permite la comparacién estadistica del modelo ARFIMA

estacionario y localmente estacionario, ya que estdn anidados en una gran clase de

procesos definidos por (1.6).

5.1. Espeleotema

La Figura 5.1 muestra un serie de tiempo de 2650 afios de registros de depdsitos
en las cavidades en una cueva, lo que se conoce como espeleotema. Este conjunto de
datos conticne el espesor de las capas de estalagmitas de la cueva Shibua, Beijing,
China Shihua Cave, a partir de 665 aC a 1985 dC, ver Tan et™al. (2003) para més
detalles.

La estructura de autocorrelacién de esta serie se explora en la Figura 5.2. El grafi-
co (a) muestra la funcién de autocorrelacién (ACF) empirica de la serie, mientras que

en (b} se muestra el gréfico de varianzas, ver (Beran, 1994, p.92-94) para mas detalles.
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Figura 5.2: Depdsitos de Minerales. (a) ACF muestral, (b) Var-Plot.

En este dltimo grafico, la linea punteada representa el comportamiento esperado de
la varianza muestral promedio de un bloques de &k observaciones para el caso de corta
mernoria. Por otro lado, la linea continua representa el comportamiento esperado de

la varianza de un proceso de larga memoria. En ambos graficos, esta serie muestra
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una dependencia de largo plazo. Sin embargo, un vistazo mds de cerca a la ACF de
los datos revela que el grado de dependencia no parece ser constante en el tiempo. En
particular, el grafico (a) de la Figura 5.3 muestra que el ACF muestral de las primeras
500 observaciones, {Y1,..., Yapo}, €l (b) reporta el ACf muetral de 500 observaciones
de la parte media de la serie, {Yiers,. .., Yisra}, mientras que el (c¢) reporta el ACF
muestral de las dltimas 500 observaciones {Yas1,. .., Yagso }. Notar que el nivel de
dependencia en lag autocorrelaciones es diferente en cada tramo de los datos observa-
dos. La autocorrelacién parece ser cada vez mds fuerte en el tiempo. Por otra parﬁe,
notar que la varianza de la serie decrece en el tiempo (Figura 5.2 panel (b)). Siendo
consistente con el andlisis exploratorio, se propone un ajuste localmente estacionario a

esta serie de tiempo, ya que esta clase de procesos podria captar la no estacionaridad

Figura 5.3: Depésitos de Minerales. ACF muestral: (a) Observaciones 1 a 500, (b)

observaciones 1075 a 1575, y (c) observaciones 2150 a 2650.
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Figura 5.4: Depésitos de Minerales. (a) Estimacién del pardmetro de larga memoria.
(b) Las estimaciones de la varianza del ruido. En ambos paneles la linea continua
representa el modelo ARFIMA localmente estacionario, la linea quebrada horizontal

indica el modelo ARFIMA estacionario y los puntos representan el suavizamiento por

kernel.
Tabla 5.1: Depdsitos de Minerales: Modelo ajustado
Parametros Estimacién sD z-value
g 0.1763 0.0454 3.8796
(%1 0.7730 0.2099 3.6832
T -0.4615 0.2032 -2.2709
Oy 0.5753 0.0137 42.007
Gy -0.2650 0.0206 -12.853

de la varianza, as{ como la no estacionaridad del pardmetro Hurst, todo esto dentro
de un modelo simplificado. El modelo seleccionado por AIC y segin significancia de

los pardmetros involucrados es el LS-ARFIMA(0, d,0)-(2,1) con valores estimados
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Figura 5.5: Depésitos de Minerales: Andlisis Residual. (a) Residuos obtenidos del

ajuste del modelo, (b) ACF muestral, (¢) PACF muestral, {d) test de Ljung-Box.

en la Tabla 5.1. Tener en cuenta que, segiin la cuarta columna de esta tabla, todos
los pardmetros de este modelo son estadisticamente significativa al 5 %. La evolucién
del pardmetro de larga memoria d(u) y el factor de escala ¢*(u) son representados
en la Figura 5.4 parte (a) y (b) respectivamente. Para efectos de comparacion, estos
graficos muestran tres métodos de estimacién: ¢l proceso localmente estacionario LS-
ARFIMA, el proceso estacionario ARFIMA y un suavizamiento de una estimacién
por kernel. El modelo LS-ARFIMA fue ajustado por medio del paquete implementa-
do para el software computacional £ que se encuentra en el Apéndice B. El modelo
ARFIMA estacionario fue ajustado usando el método Haslett-Raftery en R. Por otra
parte, la estimacién suavizada por Kernel es una aproximacién heuristica que per-

mite una simple y directa visién sobre la estructura dindmica de los parédmetros, ver
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por ejemplo Gorg (2007). Esta aproximacién consiste en estimar los valores de los
parametros d y ¢ por bloques de N observaciones desplazados cada vez en .S valores,
v luego suavizar los valores de los pardmetros por medio de un procedimiento tipo
kernel. En este caso, se utilizé el método de suavizamiento de spline cubica imple-

mentado en R, ver por ejemplo Hastie and Tibshirani (1990} y Chambers and Hastie

(1992).

En la Figura 5.4, la linea continua representa los valores estimados para los
pardmetros d(u) y o*(u) para u € [0,1]. La linea punteada representan estos val-
ores para un proceso ARFIMA(0,d,0) estacionarios, ajustado a los mismos datos
asumiendo d y o como constantes. EI} este caso, las estimaciones de estos parametros
son d = 0.4005 y 0 = 0.4474. Por otra parte, los puntos representan la estimacién
suavizada por kernel. Como era de esperar del andlisis exploratorio, el pardmetro de

fuerte dependencia aumenta en el tiempo, mientras que la varianza disminuye con el

transcurrir del tiempo.

Un andlisis de los residuos de este ajuste es presentado en la Figura 5.5. En (a)
se muestran los residuos estandarizados obtenidos al ajustar el modelo LS-ARFIMA.
En (b) ¥ (c) se pueden observar el ACF y PACF muestral, respectivamente. Por otra

parte, en (d) se grafican los valores-p del estadistico de Box-Ljung (portmanteau)
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Figura 5.6: Depédsitos de Minerales: Periodograma vs. Densidad espectral tedrica.

para probar la blancura de estos residuos, donde la hipdtesis que los residuos son
ruidos blancos no es rechazada para todos los largos considerados, a un nivel del
5% de significancia. Las Figura 5.6 muestra la evolucién del Periodograma v de la

densidad espectral tedrica del ajuste presentado en la Tabla 5.1 en el tiempo. Se

49
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puede apreciar que los estimadores de Whittle logran representar de buena manera

la estructura espectral de los datos.

5.2. Anillos de arbol

La Figura 5.7 muestra los anchos anuales de los anillos de un drbol Pinus Longaeva
medidos en Mammoth Creek, Utah, a partir del afio 0 al 1989. Estos datos, disponibles
en el Centro Nacional de Datos Climaticos v la librerfa de datos de series de tiempo,
son reportados por Graybill (1990). El ACF muestral de estos datos, est4 representada
en la Figura 5.8 panel (a), la cual muestra una autocorrelacién de largo alcance.
Ademés, la varianza correspondiente, ver panel {b} de la misma figura, nos entrega
una prueba més del presencia de larga memoria. Sin embargo, una mirada mds atenta
a la estructura de autocorrelacién de la muestra, ver la Figura 5.9, sugiere que la fuerte
dependencia decae lo largo del tiémpo. De hecho, los valores de la ACF muestral de las
primeras 500 observaciones, ver (a), son més fuertes que los correspondientes valores
muestra del ACF para los otros dos periodos considerados, véase (b) (c).

Para tomar en cuenta esta pérdida de memoria en el tiempo se propone una
clase de proceso LS-ARFIMA. El modelo elegido por la AIC y significancia de los
pardmetros es el LS-ARFIMA(0, d,0)-(1,2) con estimaciones reportadas en la Tabla
5.2. Notar que, segln la cuarta columna de esta tabla, todos los pardmetros de este

modelo son estadisticamente significativos al 5 %.
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Los paneles (a} y (b} de la Figura 5.10 muestran la evolucién del pardmetro
de larga memoria d{u} y la varianza o*(u), respectivamente. Al igual que los datos
ilustrados anteriormente se incluyen tres criterios de estimacién: modelo LS—ARFIMA
no estancionario, procesos ARFIMA estacionario y suvizamiento por keranel. En la
Figura 5.10, la linea continua representa los valores estimados para los pardmetros
d(u) y o?(u) para u € [0, 1]. Las lineasrpunteadas representan estos valores para un
ajuste de un proceso ARFIMA(0, d, 0) estacionario, asumiendo d y ¢ constante. En
este caso, las estimaciones de estos pardmetros son d = 0.2415 y o = 0.3287. Por
otra parte, los puntos representan la estimacién suavizada por kernel. Tal y como
sugiere el andlisis exploratorio, el modelo ajustado indica que el pardmetro de larga
dependencia decae en el tiempo. Por otro lado, la varianza parece tener una evolucién

mas compleja.

Ademais, la Figura 5.11 exhibe cuatro graficos que muestran la estructura de los

—
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Figura 5.7: Anillos de arbol.
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Figura 5.8: Anillos de drbol: (a) ACF muestral, (b} Var-Plot.

residuos. En (a) se muestran los residuos del ajuste del modelo LS-ARFIMA. En (b)

v (c) se presentan los ACF y PACF muestrales, respectivamente, mientras que en

Figura 5.9: Anillos de drbol. ACF muestral: (a) Observaciones 1 a 500, (b) observa-

ciones 750 a 1250, y (c) observaciones 1490 a 1990.
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Tabla 5.2: Anillos de drbol: Modelo ajustado

Parametros Estimacion SD z-value
o 0.3285 0.0349 9.3998
ey -0.1890 0.0605 -3.1223
o 0.3609 0.0162 22.2197
1 -0.3087 0.0753 -4.0083
G 0.3884 0.0749 5.1877

(d) se exhibe el estadistico Box-Ljung para la blancura. Por otra parte, la autocor-
relacién y la autocorrelacién parcial se observa en (b) y {¢) que no es significativa.

Esta conclusién es corroborads por el el test de Box-Ljung que indica la hipdtesis de

Figura 5.10: Anillos de drbol. a) Estimacién del pardmetro de larga memoria. (b)
Estimacién de la varianza del ruido. En ambos paneles la linea continua representa
el modelo ARFIMA localmente estacionarios, la linea quebrada horizontal indica el

modelo ARFIMA estacionario y los puntos representan el suavizamiento por kernel.
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Figura 5.11: Anillos de drbol: Andlisis Residual. (a) Residuos del modelo ajustado,

(b) ACF muestral, (¢) PACF muestral, {d) test de Ljung-Box.

ruido blanco de estos residuos no es rechazada para todos los rezagos considerados a

un nivel del 5% de significancia.

En las dos aplicaciones de la vida real examinadas anteriormente, las series de
tiempo parecen exhibir una estructura de larga dependencia y heterocedasticidad
dindmica en el tiempo, para lo cual no es adecuado ajustar por un proceso ARFI-
MA estacionario. Por otra parte, que la estructura de dependencia y la evolucion del
parametro de escala son ajustados de mejor manera por un modelo ARFIMA local-
mente estacionario. Por lo tanto, estos ejemplos ponen de manifiesto que los procesos
de larga memoria localmente estacionarios pueden ser muy ttiles para modelar series

temporales de datos con estructuras complejas variantes en el tiempo. Las Figura
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Figura 5.12: Anillos de arbol: Periodograma vs. Densidad espectral tedrica.

5.12 muestra la evolucién del Periodograma y de la densidad espectral tedrica del
ajuste presentado en la Tabla 5.2. Se puede apreciar que los estimadores de Whittle

nuevamente logran representar de buena manera la estructura espectral de los datos.




Capitulo 6

Conclusiones

Una nueva clase de procesos de larga memoria se han introducido en este trabajo,
que es capaz de modelar series de tiempo que exhiben no estacionaridad, heteroscedas-
ticidad y fuerte dependencia dinamica en el tiempo. La metodologia de estimacién
de Whittle que se propone es computacionalmente eficiente y se ha demostrado que
estos estimadores poseen propiedades asintdtica muy deseables, como son la consis-
tencia, normalidad y eficiencia. Por otra parte, varias simulaciones de Monte Carlo
indican que las estimaciones realizadas son muy buenas incluso para tamafios mues-
trales relativamente pequefios en el contexto de larga memoria. Ademads, las aplica-
ciones de estas metodologias a los dos ejemplos de la vida real muestran que la nueva
metodologia propuesta en este documento ofrece un valiosa herramienta estadistica

para modelar estructuras de fuerte dependencia variantes en el tiempo. Por 1ltimo,

o6
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nos gustaria sebalar algunos temas interesantes que podrian valer la pena explorar
en futuras investigaciones. Por ejemplo, es importante investigar el efecto en la es-
timacién del pardmetro para una media variante en el tiempo. Esto es de inferés
prictico en algunas aplicaciones, se requiere un detallado andlisis de la validez de la
simulacién tedrica v resultados obtenidos para el caso de media cero. Otros temas
relevantes son los andlisis del problema de prediccién en el contexto de procesos de
fuerte dependencia localmente estacionaria y la estimacién de procesos localmente
estacionarios con pardmetro de larga memoria d(u) que queden fuera del intervalo
(0,%) para algin u € [0,1]. Finalmente, queda planteado el problema del desarrol-
lo de la teoria asintética de los estimadores de Kalman los cuales de acuerdo a las
simulaciones mostradas en el Capitulo 4 parecen ser insesgadas en presencia de datos

faltantes y ser més eficientes que los estimadores de Whittle.




Apéndice A

Apéndice Técnico

A continuacion se presentan las demostraciones de los Teoremas prop-
uestos en el Capitulo 3 junto con las proposiciones y lemas necesarios para
ello. Esté apéndice se encuentra en inglés ya que estas demostraciones

estan en proceso de ser sometidas.

The theoretical results discussed in Section 3.2.2 which establish the asymptotic
hehavior of the Whittle estimators are proved in this appendix. Consider the function

¢ :[0,1] x [-m, 7] — R and define the functional operator

() = ]0 f_ " b, A) flu, A) didu, (A1)

where f is the spectral density of the process described by (1.1). Define the sample
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version of J(-} as

() = Z qu g, My (13, A) d, (A.2)
where M and u;, 7 =1,..., M are given in Section 2. Furthermore, define the matrix
w = ([ swaeeon) (A3

-7 s,t=1,...,N

and the block-diagonal matrix Q(¢) = diag{Q(uy), ..., Qur)).

This appendix is structured in three parts. The first part is devoted to pfov—
ing three fundamental propositions about the operator (A.2), while the second part
presents and proves eight technical results summarized in Lemma 1 to Lemma 8. The
* third part of the appendix is devoted to the proofs of Theorem 1 to Theorem 4. In

what follows, K is always a positive constant that could vary from line to line.

A.1. Proposiciones

Proposicién A.1.1 Let f(u,\) be a time-varying spectral density satisfying assump-
tion Al and assume that the function d(u, \) appearing in (A1) is symmetric in X
and twice differentiable function with respect to w. Let f(u, k) and qg(u, k) be their

Fourier coefficients, respectively. If there is a positive constant K such that

[ Flu, k)g(u, k)] < K (lokgzk)
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Jor allw € [0,1] and k > 1, then, under assumptions A2 and A8 we have that

fun@) = (6 +0 () o (1),

Demostracién A.1.1 From the definition (A.2) we can write

Jr( MZ / (1, A E[ Iy (uj, A)]dA

— 1 . A 9
= 27TMH2,N(O)N ng/_wgé(qu/\)E'DN(uJ:/\)J dX

1 [ S t 5 iA(s 1)
- 2m M Hj v (0) ;/w o) Z h(%) b (3) elust, s)e dA,

t, g==0
where
c(u,t,8) = E(Yur)-njoeee1,7 YiuT|-Nj21e417) -
Thus
1 M N-1
BN = 5y 2 2 (W) () gt s) ¢( A
' =1 £, 5=0
M N-1

) clug,t, 8)plug, s — L)

|
[\l
=
<
e
=
S
N
=
=
2o
p——
;-
<R

J=1t,
1 M N-1 ~
= A MH, (0} h(%)h (% tt+k N,
ZWMHZ,N(O) j;.t,5=() (N) (N+N) ('u_;': y + )¢(TJ )( k):

where 8 = 1 fork = 0 and 6 = 0 for k +# 0. By assumption A2 and Taylor’s theorem

h(k+2) =h(E)+H(Gan)E,
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for some & € (L, HE) , fork > 0. Thus,

EJr(¢)] = %MHM Zfﬁ% ofuj, t,t + B)pluy, k) (2 - 6)

QTI'MHQN Zh gtkN (uj’t’t+k) (U’J? )(2_5}'9) (A4)
Under assumption Al we can expand c(u, t,t + k) by Taylor’s theorem as

clu t,t+ k) = Flu, k) + Flu, k)os(u, k)d (u) (ﬁ%ﬁ@)

+f(u, K)o (v, B)d () (£) + R{u, t, k, N, T)

where the remainder term is given by

R(u,t, b, N, T) = O { Flu k) [ (£)" + (£)°] tog k|,

with | (u, k)| < Klogk and pa(u k) < Klogk for k > 1. Consequently, we can

write

o~

cluj, bt + k)o(u;, £)(2 — &)
= Flug k)lug, k) (2 — &)

-7 Flusg, £)8us, Ko (g, £)(2 = 8 () (522 (A.5)

)

+ 7 Flug, K)Blug, K)oy, k)(2 = 0)d ()

+ 3 Rlug .k, N, T)b(ug, k)(2 ~ 6).
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Since by assumption | f(u, k)é b(u, k)| < Kloghk/k?, for k > 1, uniformly inu € [0,1],

we conclude that there is a limit A(u) < oo such that

= lim Zf'uk Hu, k)(2 — &)

N—-»oo

Consequently,
N-1 N-—t N =
W () D flug, k) d(uy, B)(2 — )
t=1 k=0
N-1 N-1 N-1 N-1 R
=S8 (5) S Flus, B, B2~ 6) — 3B () (13, K)o, B} (2~ 63)
t=1 k=0 t=1 k=N—t+1
N-1

>

o~

(ug, K)@(u5, B)(2 = 6) | + Ollog” N),

Il
Pl
[
—
z
S

£

I

ok

e,

B2 (L) S Fluy, 0)d(us k)2 = 6) = Alw) Y ° ()
=1 k=0 t=1
N-1 o0 ~ N
=31 (F) D Flus k)é(uy, k)2 = 8) + Olog? N)
t=1 k=N
But,
g - = logk log N
S Flug, bylug, 2 — )| < K S =5 :0( e )
k=N k=N
and consequently,
N-1 o) ~
SO (£) S Flug, k)(uy, k)(2 = 6} = O(log V)
t=1 b=N
Therefore,
N-1 N—t N—1
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On the other hand, by analyzing the term involving the second summand of (A.5) we

get
§h2 (%) : o1 (uj, B)F (ug, kK)p(us, k)(2 ~ 6¢) (%) &)
=1Z:h2 (%) Ejlwl(%, k) Flug, k) (uj,k)(z—ak)J (iﬂ%ﬂ/ﬁ) d'(u;)
+§h2 (%)kzziﬂwl(ug, k)(u, ) F (us, )(M) 2 (u;)

fﬁ__:l h? (Tff) (le}_N/zj} {Z o1 (uy, k um )A(uyu k)(2 - 5k)J d' (u;)

Nlog* N
o)

by Lemma A.2.8. Now, since h(-) is symmetric around 1/2, we have

w5 (2272) =0 ().

(s, ), k) (2-64)] < K Spr L8 < oo, and |d!(uy)] <

=

-1

g

H

Besides, | S pa ¢1(uj, k)

y L

iy

K,5=1,...,M, by assumption A2. Consequently,

N-1

h

]

(%) Nz_t%(”ja k) Flug, k), B)(2 -~ 6) (L;N/E) d(u;) =0 (% log® N) :

t=0

The third term of (A.5} can be bounded as follows:

i ~ N logk
S alug, K) Flug, k)olus, )k < K == < Klog? N,
k=0 k=1

and then

Zhg Z (s, )P ey, KB, K) 2 () < Ko log? N,
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The last term of (A.5) can be bounded as follows:

T N Al | N2
- _ , ;

ZR(uj’t’k?N’T) (U‘J! )( _dk) SK(?) lOg NZ}{‘ESK}Og N (?) ,
k=0 k=1 :
and then

N1 Nt ~ e

ST3T () Ry, b N, T)$(w, k)2 = 6.)) < Koy log? .

t=0 k=0

Note that by assumption A3, the term above converges to zero as N,T — oo. There-

fore, the first term in (A.4) can be written as

- log? N
2 1 _ -
277MH2N Zh N u}1t7t+h)¢(h)( ék MZ ( N )

Now, by Lemma A.2.1 we can write

u) = 21 fj &(u, w) flu, w)dw

and then

%IM ZA(uj) =J(¢)+ O (7\}) . (A6)

j=1

On the other hand, the second term in (A.4) can be bounded as follows:

>
)

SE
=
=
-
=
=

B
pa—
-
=

e
=
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Since [pi(u;, k}| € Klogk fori=1,2, j=1,...,M and k > 1, we conclude that

~ Nlogk
i, b0+ KB, B)(2 = )] < i

Therefore, since |B' (u)] < K foru € [0, 1] we have

o~

N—t
E C(Uj, t: L+ k)qb(u;l! ) k h’!(gt,k,N)
k=0

KX logk _ log®N
<8 <K .

Consequently,
N-1 N—t 2
k log* N
Zh'(N Zcuj,tf»kk (s, k)(2 - 5k) R{&en)| < KN gT ,
t==1 k=0

Hence, the second term of (AA) is bounded by K(log® NY/T. From this and (A.6),
the required result is obtained.

Proposicién A.1.2 Let f(u, A} be a time-varying spectral density satisfying assump-
tion Al. Let ¢, : [0,1] x [—7, 7] — R be two functions such that ¢(u, A) and @(u, A)
are symmetric in X, twice differentiable with respect to u and their Fourier coefficients
satisfy |plu, k)|, |5(u, k)] < K|k|722@9-1 forw € [0,1] and k > 1. If assumptions A2

and A3 hold, then

lim T Cov|Jp(), Jr(v)] = 47rf0 /_W O, Ng(u, N) fu, A)? dX du.

T—00

Demostracion A.1.2 We can write

T CoulJr (), Jo ()]

e Z/: Py, Np{ug, i) Cov[In (g, N), In(ug, p)] dX dps.

w —m
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But,

CovlIy (uj, A}, I (wr, 14)]

- mCOUUDN(“’ja)‘)rQaDN(TLk,p,)’Q)

=m Z R(EVR (&) R (&) R(2) B s=t)+iu(m—p)

t:s:p:m‘:o

x Cov (X[u,-T]—%HH,T X[uj'r]—%ﬂﬂ,frv X[ukT]—%+p+1,T X{um—%—+m+1m) :

Now, an application of Theorem 2.5.2 of Brillinger (1981) yields

Cov[In (ug, ), In (g, )]
B m > hERERE) R (F) M5 =t +iu(m—p)

X {Oov (X[uj-T]—%+t+1,T? X{um—%+m+1,ﬂ")

x Cov (X[ujT],i}.g.s.{.l,T: X[ukT]m%-l-p-}-l,T)

-+ Cov (X{ujT]~%r~+t+l,T7 X{ukT]*“g-+P+1sT)
x Cov (X[ujT_]—%-i-S-l-l,T’ X[ukT]—%+p+l,T)}
1 T pE 0 .
o MR CE IO RS

X Hy (ASF%HJP,T(:E) h (F) L l“’)




Thus,

where

x Hy (A2 _y oo a0 b (i) =y = A)

X Hy (AO N LW h(F) v+ ,u) ptAls=t+iulm=p) gy o,

ZWHZN [2r Hy, v (0)] L /m,, Hy \ Ay p14.2(® )h(?\r‘),)\—x)

x Hy (A &1t T(z)h(ﬁ),mﬁ-y)

X Hy (A?j—%i+1+r,’r(y)h("ﬁ) Y- )\)

X Hy (Agk—%+1+-,T(y) h(%),u— /,t) gPAE—O+tlm=p} o

17
[QWMHQ N(O)]g

T Cor(Jr(9), Jr(g)) = B + 5%,

=55 [ [ [ [ s
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and,

BY = i/_: /_:/_i _: P15, M), 1)

Fk=1

x Hy (Agj—%+1+ T () (7\?) ;Y ’\)
x Hy (ASE_N_HJF Wk (%) ¥~ ,u) et t—t) gy dy dp d.

The term BJ(\}) can be written as follows:

=3 [ [ [ et

Fk=1

x Alug, z) Aluy, —2) Ay, y) Alug, —y)
X Hy(A—z) Hy(z — p) Hy(p -+ y) Hy(=y -~ A)

x @) gy iy d) dp + Ry
M ™ ' fid "
= z / / / (ug, ) Aluy, ) Alug, —1)
k=1 TS S S

X @(ug, y) Aluz, y) Alug, —-y)
X Hy(A—z) Hy(z — p) Hy (e 4y} Hy(=y — X)

x el dp dy d) du+ A + AR + Ry, (A.8)
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with

A = fof/ uj, ) = (g, 2)] (ot 1)

Fok=1

x Alu;, z) Alug, —z) A(uz, v) Alug, —y)
X Hy(A—2) Hy(z — 1) Hy(p+y) Hy(—y — A)

x elEtlti=te) g dy dA dys,

AY = Z//f [ (s 2) ol ) = s, )

X Aluy, =) Alug, —z) A{wy, y) Alue, —y)
x Hy(A—z) Hy(z — p) Hy(p +y) Hy(~y = A)

w HEFR)E—ts) g dy dX dys,

and by Lemma A.2.2 the remainder term Ry can be bounded as follows,

Z/ // , Pl M) et 1) Al 2) Al —)

7,k=1

Ry < =

x Alug,y)y™ "0 Ly (y + p) Hy (A — x) Hy(z — 1) (A.9)

X Hy(—y— \) eH=t9 =8 g gy d) dy, |




By integrating with respect to p the term Af,\}r) can be written as,

M N-1

A = ZZh (£)h (%) Blus,t— 5)

=1t,5=0

/_W /_W /_W (uj, A) = dluy, )] Ay, 2) Ay, )

x Aluy, y) Alug, —y) Hy(A — 2) Hy(~y — A)

w e’l:(w+y)(tj*tk)fi:t:tf?:ys dx dy d/\,

and by wntegrating with respect to y we get

M N-1 .
AV =20 D R R (F) Bt - )
ik=1t,8p=0

X flug, wg, t; — s+p/ / (ug, A) — (uy, )]
— =

X Aluj, z) Alug, —z) Hy(A — 1) e Larlty =te=t+0X gy g

=3 2 h(E)R(E) R (F) Plut )
i,k=1t,5,p=0
X f(uj:uk1tj —t — s+ p)en(uy, g, pt; — te — 1),

where the terms f(u,v, k) and ex(r) as given by

Flu, v, k) =f Alu, )\)A(v,—)\)ewC dA,



and
N-1 R
EN(uj, ks Py T) = Z h (%) (u_?vp m / A uj‘a ) A(uk; _CC) e&:r:(r+m) dz
m==0
- Qﬂ—h / ¢ Uj, X 'Ut;,',x) A(uk,ﬂj) eim(r+p) dx
. N-1 ‘
/ B(ug Ay Alug, ) Alug, —2) P S " (B) N d) dg
-1 o —ir —

—2r /W h (%) ¢luy, z) Aluy, z) Alug, —z) e Urtp)s gg.

m

But h (%) =h (&) +h' (&m) =2 for some & € [0,1]. Thus,
en (g, uw, p,7) = (F) { / Bus, ) Ay, ) Ay, =) 4037

¢ Z eZm ©=A) dA\dr — 2’}T/ Qb Usy T ",'_Lj’ ) (uk:, —“.'13) ei(T—FP)m dCE}

—0
LY Ko ™ / 815, N) Aluy, ) Afusy, —2)
m=0 S —m
% e’im(wnr\)ﬁ-i(pl-i-rx) dX dx
=} (}%) sg)(uj, Ug, P, 7) sﬁ)(uj, Ug, P, T),

where the term sﬁ)(uj, U, P, T) 18 given by

Z
AR

T

&0 (s, 100, p. 1) = / g(w) € 37 ¢ gy~ 2rg(0),

oS-

3
fi
o

with

:_/ g, A) Aluy, w+ A) Ay, —w — A) oA gy

71
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Observe that by Lemma A.2.1, for every wu;, ug, p, T, Eg\l,)(uj,uk,p, r)— 0 as N — oo,

consequently we can write
W W o N i = =~
en (U, Uk, D, 7) :/ glw)e™ > e dw = dluy,p—m) g, ug,m+m).
-7 m=N

m=N

On the other hand, by assumption A1, | Fluy, uy, r+m)] < K|r-m|dw) -1 Thyg

the term e )(uj, Uy, p,7) 15 bounded by

K -~ ~
553)(?1,]', Uk, D, ?”)I < N Im — p| ¢(u;,m — p) fluy, up, 7 +m)
m=0
P
< 2 D | [ e

N-]
<K { l% N %I H{? _ INn_rd(uj)+d(uk)—l }%} Nd(uk)“‘d(uj)—l

<K/ | —2d(u;) i}_y\}__l_xf (g )-+d{up) - L gy Neue) —d(u;)—1

< K Nur)~dlug)~1 (%)d(u3)+duk) 1/ o — |~2a! w) g

< K N2 pdlu)d(us) -1
Thus,
en(ty, 0, 7) = h (J?_ Z (uj,p —m) (uj,uk,?"-!—m)

m=N

+ O (N —2d(uy) d(uj)-ﬁ-d(uk)—l) .
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Hence Aﬁ) can be written as

-y S

_j'k lﬁSp_

o~

him) h(%) Elunt — ) flug,un,t; —t — s+ p)

%

-~

{ };\Lf Z uj,p m f(u'jauk: ~te —~t+m)
+ O (N70) [ — gy, — g| A1) }

= ALY 1 AGD,

say. Therefore, rAf,\lr){ < {Aﬁ'l)' i 'A%.z) '

Observe that o(u, ) ~ CAP™ gs X — 0. Thus, p(u,0) = 300 m) = 0.

aaa

Note that the term Ag'l} can be bounded as follows:

M N-1 ~
< Z Z (Plug, t — 8)] ’f(uj,uk,tj —ty — .9+p)’

IAE\%.U
Fh=1%,5p=0
x Z ’;b\(ujrp'—N)' {f(ujaukatjmtkmt+m)[,
m=N+1

Since,

N
D 1Pl t = 5)] < K NP2,

t,8=1
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we conclude that,

JAE-U' <K z Z—INI-—Zd(uk} ISU . k‘) +p|d(uj)+d(uh}-—1

v Z lp _ ml—zd(uj)—l IS(J . k) + m{d('ﬂ.&j)“i‘d(uk)—l

m=N-+1
M () +d(ug) -1 oo
w2d fuij—1
tE Z Fa

k=1,44k p=0 =N+

S d(uj)+d(uk)~1 1

iy m —

d('u.j)-{-d(’u,k)—l
/ / + lw _ yr—?d(u;-)—l

Fik=1,7#k

S ’tLJ +d('ﬂ.k) i

N( -k +y dy dz.

Therefore,
- Moo g+ (i) -1
~AN‘ <K > N k)

Jk=147#k

o 2d(u)-1 | 2
X Tyl T | — (k) +y
[ [l 'N( )

Since the integrands in the above expression are all positive, an application of Tonelli’s

dlu;)+d{ug)—1
dy dx.




theorem yields

M
<K Z

hE=1j#k

%] 1
5 / / Jm, . yl—-zd(uj)ml
1 G

dlug)+d{uy)—1

du; +dlug)—1

S .

M g diug)+d{ug)—1
<K Z “N(j — k)
5Lhk=13#k

;) +d(ug)—1

dy

X f [(y — 1)720) — 2] ‘E(j_ k) +y
1 N

Then, by Lemma A.2.8 we conclude that

2d(uj)+2d('u.k)—2
INSIEY Z (j -
Jk=1,7#k
M 2d(ug)+2d(ug) -2 M g 2d(ug)+2d(ug) -2
<K S v > |gu-n
F.k=1 jaék 1.k=1,1#k
d{uj)+d{ug) % d(uj)+d(uk)>%

For the first summand above we have the upper bound
M 2 2
N N
i~k (=) <K |[=] MlogM
_ZIJ | (S)_ (5) og M,
while the second summand can be bounded as follows:

> oG

2d (2 )+ 2d(ug )2

Jk=1,77k
d(uj)+d(uk)>%

T\ & lj  EIFT
<k (=) xS |-
B (N ) : M2

7.k=1

T —& 1 el T —€
<K (—) Mz/ / lz — gyl dzdy < K (——) M? < KMP,
N Jo Jo N
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Thus,

2
<K (-g) M log M + M?, (A.10)

and consequently for ‘A%)‘. Furthermore,

A similar bound can be found for rAﬁ'g)

AE\?) appearing in {A.8).

an analogous arqgument yields a similar bound for the term

Now, we focus on obtaining an upper bound for the remaining Ry from (A.11). By

integrating that expression with respect to A we get
M N-1 N

SO h(E) A (E) luss 1)

F.h=1%,5=0

. /_: /_: /_:: /: (g, 1) Alug, z) Ay, —z) Aluy, y) y= )

% LN('U -+ #) H(R‘,‘ = #)e‘ix(tj—tk-l-t)—i-’iy(tj—t;c—f—s) dr dy d,u ,

|Rx| < < =

where the function Ly (') is defined as

N 7] < 1/N,
LN(:L)Z
1/|z] I/N< |zl <=
Hence
N MoV ~ R
1Ryl < 7 Z Z B(E) b () b (2) Blug s —8) Flug, umt; — ti+t —p)

/ / e, 1) Alug, )y~ Ly (4 y) eW0a—tnrodtbon gy g,




(i

N oMM

<K= S |Bwss = o) | Pl uety = b+t -5
i,k=1t,5,p=0
* f / (g, 1) Alug, y) y 8 Ly (e + ) 040700 gy gy

NoMoN-L ~

SK—T:Z rgb(uj,s t)r ‘f('u,j,uk,t t;c—l-t—p)'
J,k=1t,5,p=0
X / / Liy(p +y)y~ = dy dy,
Nl N N1
Og Z Z lS 25!1(1.:J IS(J" _ ) p,du:,)-i-d (ug)—1
i, k=11t,5,p=0
2 M N-1
< gV log N SN [s ]It | )i
T F,k=1t,s,p=0

N*log N | g k|t
< K 27 a2 M dlug)+d(ug)—1 | 4 ™ S
= T 2_(5M) MM M?

Since by assumption A3, T/N? - (0,
N3 AM? _ . _
|By| < K —— Tid [ _ﬁlx—y[z‘i Vdrdy < K N® M2 T2 (A.11)

Thus, from (A.10) and (A.11) we conclude

T o
27 M Hy 3 (0)) By = [QWMHQN Z/_ﬁ/_w /_ﬂ _,rqb o

x Alug, ) Alug, —x) o(ug, y) Alus, y) Alug, —y)

X Hy(A—z) Hyle — p) Hy(p+y) Hy(—y = A\)

x MO dp gy d dys 4 Cly,
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where

N logM T gl
C’NMO( S +N2+NT )

Therefore, by assumption A3 we conclude that Cx = o(1). By following successive
decompositions as in (A.8) we replace w(uy, vy} by plug, x), Alug, —y) by Alug, —x)

and A(u;,y) by A(u;, x), respectively. Thus,

[QWM;,N(O)]Q By = [QWMHZN g Z/_ﬁ/_ﬁ/_ﬁ _ng (ug, )

X Alug, —1) plug, ) Aluy, ) Alug, —2) Hy(A — )

X Hy(z— p) Hy(p+y) Hy(~y — A)

x e gy gy d\ dy -+ (1),

By integrating with respect to p and A we get

T B
[2m M H, N( NE

T -

[M H2N Z /_ﬂ dlug, z) Aluy, ) Aluk, —2)

X p(ug, z) Aluy, o) Alug, —z) |Hon(z + y)]2

¥ e (1E+J) t.Zl tk‘) dﬂ? dy + O( )

MHQN 22/_,(/4 (uj, ) f (g, )] [op(un, @) f (g, )]

Fohk=1

X [ Han(z + 1)[? er0ls6=0 dg gy 4 o(1)




[M H, 5 ()] HQN Z /_ﬂ f_ﬁ (s, 2) f (g, 2)] [ (un, 2) f (i, )]

x |Hon (2} e tale(y ¥ de dz -+ o(1)

- Z /ﬁ [9(uy, ) f(uy, 7)) [0 (un, ) f (ux, 7))

(M oo (0)] 2/
N-1 r

x Y RE(L) P (2) / U=kl gy x4 o(1)
5,t=0 -

N-1 M

= ENOE 2 2 PERG) / 1805, ) g, )]

s,t=0 k=1
S(j—k)=s—t

x [ip{ug, @) f (g, z)]dz + o(1).

By assumption A8, for § < N we can write

T 27T
B(l) Y — h2 kA h2 t S
o M H (O " [M Hyn (0)f ;pzﬁ (%) 2 (% + %)
=3
M—{n|

<3 [ (60u59) 5 23] (05001) F(0100,)] s+ (1)
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Observe that by the assumptions of this proposition the products ¢{u, x) f(u,z) and

o(u, z) flu,x) are differentiable with respect to u. Furthermore, note that by assump-

tion A8, limp s .0 —TE 0 for any |p| < &. Consequently,

M 7]

2 Zj/ s, ) F 113, 3)] ({590 ) £ (1319, 2)] d

1 T
o [ ) ot ) sl
c —1r
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for any |p| < & as M, N, 5, T — co. On the other hand,

orT? Nt U0 & S
92 [M' HQN(O)]2 h? (Tir") h? (% + %) A2

N2

as M, N,S,T — oo. Therefore, in this case

T 1 1 pr ,
2 M Ha n (0)]° B’{V)_’Qﬁ/o/_ ¢lu, ) o{u, z) f(u, z)" dz du,

as M, N, S, T — oco. Similarly, we have that

T
[27i’ M HQ,N (0)]

3 BY - Qﬁ/’l ’ d(u, ) lu, z) f(u, ) dz du,
0 Jom
as M, N, S,T — co. Therefore, by virtue of (A.7) this proposition is proved.
Proposicién A.1.3 Let cum,(-) be the p-th order cumulant with p > 3. Then
177 curn, (J7(4)) — O,
as T — 0.

Demostracion A.1.3 Observe that Jr(¢) can be written as

1

= MY@@)Y,

Jr{¢)

where the block-diagonal matriz Q(¢) is defined in (A.3) and Y € R¥M is o Gaussian

random vector defined by ¥ = (Y{ui), ..., Y{un)), Y{u) = (Yi{u),...,Vv{u)),
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Yi(u) =h (75‘) Y[uT]—%-MH,T with YEuT]f%MM,T satisfying (77). For simplicity, denote
the matriz Q{¢p) as Q. Since Y is Gaussian,

_ ¥ p- 1)
cumy(Jr(d)) = (27 M Hy v (0))

-tr(RQ)

where R = Var(Y). Let |A| = [tr(AA")]Y/? be the Euclidean norm of matriz A and let
| Al = sup|gy, (Az) Az be the spectral norm of A. Now, since [tr{(QB)| < |Q|!B] and
|@B| < QB we get [tr(RQ)P| < || RQIP~*|RQJ*.

On the other hand, for fired ), decompose the function (-, A) as ¢(-, ) = d. (-, A)—

d_(-, \) where ¢y (-, A), ¢_(-, A} = 0. Thus, we con write Q@ = Q(¢) = Qo4 — o) =

@(dy) — Qlp-) = Q1 — Q-, say. Now, by Lemma A.2.6 we conclude that
|RQ|| = |RQ+ — RQ_| < |RQ.| + ||RQ || < K(MN'~2472-1),

and by Proposition A.1.2 we have that |[RQ|* < KN Thus,

M2N?
[tr(RQ)?| < K(MN“MTM*I)T.

Consequently,

L /NN A-E-2) (T P2
(T2 cumy (Jr(9))] < KM (_f) (VW_) |

Since p > 3 and by assumption A2, N/T — 0 and VT/N — 0 as T,N — oo, the

required result is obtained.
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A.2. Lemas

Lemma A.2.1 Let f(u,A) be a time-varying spectral density satisfying assumption
Al and let ¢ : [0,1]) x [-m, 7] — R be a function such that ¢(u, A) is continuously

differentiable in A. Consider the function defined by
glu, A) = / Plu, A+ w) fu, w) dw,
and its Fourier coefficients

g(u, k)z/ g(u, A) )y

m

Under assumptions A1, for every v € [0, 1] we have that

n

lm Y Glu,k) =27 g(u,0).

k=—n
Demostracion A.2.1 By Fubini’s theorem and finite sum we have that

n

Zﬁ(u,k)r:/ (u, \) Ze"w‘d/\ / B(u, A+ w) flu,w Ze X A\ d,

S ew k=—n

{/ ¢ 1 /\‘*l‘(.d) —'Hc /\-l-w)d/\} kadw

k=—n k=—n

= / Flu,w)
-7 k—w'n

—27r/ flu,w) Z¢>uw Lk“’dw

k==—n

Let Sp(w) = >0 blu, k) e be the partial sum of the Fourier series of ¢(u, "),

where

du, k) = % /_ ’ d(u, X) e ).
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Since ¢(u,-) has continuous derivative, ¢{u,-) is of bounded variation. Then, by
the Dirichlet-Jordan criterion (Zygmund, 1959, Theorem 8.1(ii)), the Fourier series

S, (w) converges uniformly to ¢(u,w). Therefore, since f(u,-) is integrable we have

Z glu k) =27 /_W Flu,w)S,(w) dw — 27 /_N flu,w)plu, w) dw = 2mwg(u,0),

k=—n

as n — Q.

Lemma A.2.2 Consider the function ¢ : [0,1] x [-m, 7] — C, such that d¢{u,y)/Ou

exists and
106, ) [ Fuf < Ky,
where 0 < d(u) < d for all uw € [0,1]. Then, for any 0 <t < N we have that
i [6(3,7) B () Al = 6 (5.7) Hu(N) + O[5 b Ly ()]
Demostraciéon A.2.2 Summation by parts yields

Hy [6 (77 2 (3) A = ¢ (77) Hx() = [6 (554,7) = ¢ (7.7)] 2w [2 (7)) A]

But, by the mean value theorem

6 (£.7) =6 (527)] < swp |5mo(u,7)] 7.

0sus 7

But, by assumption we have

sup |2 p(u,7)] < K sup {77 < K |7
N 0<u<l

ufi:
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Thus,

Furthermore, by (Dahlhaus, 1988, Lemma 5.4) |H(N)| < K Ly (A). Conseguently,
|Hi [ (77) 2 (i) Al = 6 (%07) Hv)] < B 17 Lv(),
as required.

Lemma A.2.3 Consider di,dy € [0,1/2) and for any £ € Z define the integral I()

as
Ity = / = 1) —z724] £ 4 2" e,
1
Then, I1(£) = O([)#+e2=1),

Demostracién A.2.3 Assume first that £ < 0 and let n = —¢ > 0. By defining the

positive function g(z) = (x — 1)72% — 2720 for 2 > 1, we can write the integral I(£)

(15
1) = [ gte) =247tk [ gla) o =)
i n
where n > 1. Therefore, we can write

/ g(z) (n — z)+i"t dx

1

— /TL(I _ 1)—2(11 (n d1+d2 ld.'I: /. T 2d1 d1+d2 1 d:C
1

=(n—1)%"% B(1—2d,d; +dy) — / £ (g — g)hrtda=l gy
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= (n—1)2"% B(1 - 2d,,d, + dy) — / g (n — z)hrél gy
0

1
+/ l_~2d1 (,n ___ l.)dlr!-dg—l dr
8]

= (n— 1% B(1 ~2d,,d, +dy) —n®>% B(1 — 2dy, dy + dy)

1
+/ m“Zd} (n _ m)dl‘{“dgfl dﬂj
0

1
= [(n = 1% ] B 2 i) 4 [ 57 (2
0

< Kndzfd:t*l + Knd1+d271 < O(?’Ld1+d2_1),

where B{-,") is the Beta function. On the other hand,

[ @ @t e < K [T et < Kot
Therefore, 1(£) = O((—£)44~1) ¢ < 0. Now, for £ > 0 we have
1) < 5o [ gla)
1
but 0 < g(x) < K 2724~ Therefore,
/100 g(z)dz < K/lm gl < K.

Hence, the result holds.

Lemma A.2.4 Let ¢(u, A) be a positive function, symmetric in X, such that ¢(u, X) >

C|A2), for X € [—m, 7], where d(u) is a positive bounded function for v € [0,1] and
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C > 0. Let Q(u) for w € [0,1] be the matriz defined in (A.3). Then, there exists
K > 0 such that
X'Qu)™' X < KX' X N2,
for all vector X € RY.

Demostracién A.2.4 Since ¢ is positive and symmetric in A, there exist Q(u)~/?

such that Q(u)™! = Q(u)*l/zQ(uj‘l/z. Let Y = Q(u)"Y2X. Then

X'X =Y'Qu /gﬁ(u)\ i )\>c'/jr 312(w)

2

N
>,

Thus,
X.’X - Cf l)\'gdu)’ZEMJYIQdA
Y'Y = AR
N ATy
Define h*{)\) = | Z e 2V

Tk v Then, this is a probobility function over [—m, 7]
satisfying [* h*(A)dA =1 and h*(A) < £ Consequently,
™ 2
X’X T ™
o 2 C / IAPEIR (AN > C inf [ AP RO

her f_ .

¥

where P = {h :probability density in [~m, 7], h < N/2r}. Consequently,

2d{u
X'X N/ ) gy - T e
vy © 2d(u) + 1

N—Zd(u)

Hence Y'Y = X'Qu) )X < KX'XN¥ where K is the positive constant K =

72 g (w) + 1O
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Lemma A.2.5 Let ¢(u, A} be a positive function, symmetric in A, such that p{u, A) >
C|AP4, for A € [—m, 7], where d(u) is a positive bounded function for u € [0,1] and
C > 0. Let Qu) for v € [0,1] be the matriz defined in (A.3). Then, there exists

K > 0 such that
X[Q(6) — Q)1 X| < KX XN™*z,
where p(u, ) = ¢(u, -} /4%, d = supd{u) < co and X € RV¥,

Demostracién A.2.5 By decomposing the vector X € R¥™ as X = (X{(w,), ..., X(up)',

with X{u) = (Xy(u), ..., Xn(u)) and u; are the indices defined in (A.3), we can write
X[QE)™ = Q)X = Y X () [Quy)™ = Q)X ()

where w; = d{u;, )7L/ 4a?. Note that Q(u;)™! exists since ¢(u, A) > 0. Furthermore,

since ¢ is symmetric in A, Q(U;) ™ can be decomposed as
Qluy) ™ = Q) 2Q(uy) T2,

Therefore,
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By Lemma A.2.4, X (u;)Quy) X (v;) < KX (u;) X (u; )N On the other hand

by Theorem 1.a of Fox and Taggu (1987) we have that
11~ Qus)* Q) Q) 1P = trll ~ 2Q(p5) Qlus) + Qlip; P Q)] = O(N),
Therefore, | X'[Q(#)! — Q)] X! < KN2+3 Zjﬂil X'(us) X (uy) as required.

Lemma A.2.6 Let ¢(u, ) be a positive function, symmetric in A, such that ¢p(u, A) >
CIA**® for A € [—m, @], where d{u) is a positive bounded function for u € [0, 1] and
C > 0. Let Q(p) be the block-diagonal matriz defined in (A.3). Then, there exists

K > 0 such that

X'RX
< KMNI——ZdTZd—l
X’Q(¢)“1X’ =

Sup
where d = supd{u) < co and X € RV,

Demostracién A.2.6 Assume that the vector X € RMY is decomposed as X' =
(X1,..., X4,) where X! = (X;(1),..., X:(N)) € RY. Thus, X'RX = sz | XIRy X

In turn, by (?7)

Rij(r,s) = E(Y,,_njariaent Yi;—N/24145T)

% j_ff- / 2A =t +s— A N/2+?”+1( )A; N/2+s—1—1( A)dA,
h(5)h(£) / P+ Ay, \) Ay, —N)dA + O (7)

-~

h(E)h(Z) Flugupti—ti+r—38)+ O

)

|-

il

z|-
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Therefore,

I‘i
2!“
~—
=
£
k_gf

_'_

=

!

N

2

=

:><

+

G
.
S

XIRyX; = ZhN

rs=1

and

X'RX = §:§:h 2V b (£) Flus,ug, t t+r—@X()X()+o(MWﬂ.
1,9=1r,5=1 /

Thus,

XURX] < 30 32 h (5B ()~ 61010 o i £ (o 3)

2,51 m8=1

2 A2
+O(MN>

< KM2N?T~ / f / / h ,y vld(u)+d(v}—1Td(u)+d(v)

2 A2
X |w(u, z)||wl{v, y)|dx dy dudv + O (MTN ) . (A.12)

where w : [0,1} % [0,1] — R is an integrable function such that X;(r) = w(+, &) for

t=1,....,Mandr=1,...,N. On the other hand, by Lemma A.2.5 with § = 2d + 1

we have,

X'ATX = X'Alp)X + O(X'XN%,

and,
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where p(X\) = [4m?d(A )] ~1. Thaus,

M N
T i s r 5 12d;-1 1 )
XADX =K > w(dw) ol i) F- %] g M)
j=1 rs=1
1 1 1
> KMN / / / e, @)l 9l — yPO N gy gy du. (A13)
0 0 V]

Now, by combining (A.12) and (A.13) we get

MN

’
i < K—2~B(N,T),

X'A1X

where

B(N,T) =

/ f / / () e — |20 LT o 0 e (0, 3| diy s

1 -1
x{///Iw(u,m)]fw(u,y)Hx—y[zd(“)*lde(”)dxdydu} .
o Jo Jo

Given that 0 < d(u), d(v) < d, for all u,v € {0,1] we conclude

B(N,T) < K (%)M,

proving the resull.

Lemma A.2.7 Let f(\) and $(\) be two real-valued functions defined over A €
[—7, 7] with Fourier coefficients F(k) and ¢(k), respectively, satisfying F(kRp(E) <

K/k?, for some positive constant K and |k| > 0. Let C(N) be given by

-1 N—

R

=

k) (k)

“ﬂ

C(N) =

ZI“

b= t

o+
H
ot
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with bounded data taper, |h(u)| < K, for allu € [0,1]. Then, there exits a positive

constant K such that
IC(N)] < Klog® N.

Demostracién A.2.7 Consider a real number o € (0,1] satisfying 1 —a = O(1/N).

Then, we can write

Saow s () e Foady
k:N—tkz Nk:N—t k) N7 N 1—%562_ N1-t/N
Thus,
aN N-1 alN o
Z iSE t/N <K dx
k2~ N4=1-t/N o l—z
=1 k=N-—-1 t=1
“ dx
SK/ = —Klog(l ~ a) (A.14)
o 1—2

Since 1 —a = O(3), we have —log(1—a) ~log N. On the other hand, for aN +1 <

t < N —1 we can write

N—

%

-t

—

Tl

>~ 1 T
D
k k=1

Therefore,

N- N-1 2

Z Zgl‘ Z %_w 1-—a)7é = O(1). (A.15)

Finally, by combining inequalities (A.14) and {A.15) we obtain the result.
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Lemma A.2.8 Let D(N,T) be defined by

N-1 N-1
1 w(k) [t—N/2
D(N’T):ﬁz Z kzﬁ,dz( T
t=1 k=N-1+1

with |p(k)] < ClogN for all0 < k < N, N > 1, where C' is a positive constant.

Then, there exists a constant K > 0 such that

2
DV, 7 < k5N

Demostracién A.2.8 Note that for k > 1 we have k* — d* > (k — 1)%. Hence, for

any o € (0,1] we can write

log N 1 /¢
=0=2 2 f?(ﬁ)
t=1 k=Nt
_OlogN o N2 i ., 1{2—1 N2y
T B2\ N k2 AN
t=2 k=N—t t=aN+1k=N—¢

For 2 <t < alN, we have

S e X (B psrk [ rweexd [T

k=Nt k=N —t

o]

2| -

where ﬁ < a < 1. Hence,

2

o 2 alV t\2
Z%() Kl i

2 k=N—t t=2

a3 2 a4
gK/ il mgx/ !

2o
[A

o
I

dr = —Klog(l — a).
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Now, by choosing o = 1 — O(5) we have that —log(1 — &) = O(log N). The second

term can be bounded as follows. Since

N—2 N
1 1 2
D) 9F S L
- 2 —_ H
k=Nt k2 k=1k 6
we have
N-1 N-2 Nl
1 /¢ 72 t
V< —_}< — N(1—o?
Z 2 (N>_ 5 (N) KN/ zdz N(1—a%)
t=aN+1k=N-—t t=aN+1
But,
1\]? 1
l—a*=1—-|1-0{ — = —
1= -0 ()] =o ().
so that
NoLooN-2 o
Z Z S
t=aN1 k=N—

Consequently, |D(N,T)| < K £9-g;—N, as required.

A.3. Teoremas

Demostracién A.3.1 (Theorem 1). To prove the consistency of the Whittle estima-

tor, it suffices to show that
sup | Lr(0) - £(8)] — 0,
0

in probability, as T — co. Define go{u, \) = fo(u, A)™*. By assumption A1, go(u, \)

is continuous in 0, A and u. Thus, gy can be approzimated by the Cesaro sum of its
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Fourier series

L L

o (u, A) = ;1% Y (1— %) ( l?l)gg(f m) exp(—i2ru;l — iAm),

f=—Lm=—L

such that sup, |ge(u, A) — gém (u, \)| <&, see for example Theorem 1.5 (i) of Kérner

(1988). Following Theorem 3.2 of Dahlhaus (1997) we can write

sgme(a)—ﬁ(engo( )+——Z/ [ (ug, A) + fug, A)] dA

> > (- H) (- T sup g m)

b=—Lm=—1L

1
— exp(—i2mu;l — idm) {Iy(uz, A) — Flug, A)} d)|,
M JZ_;/_W o

X

where
1 ™
Go(€,m) = / f go(u, A) exp(i2rul + tAm) du dA.
0 -

Consequently, [gs(€, m)| < 2msupg., 5, |90(u, A)|. However, by assumption A1 |gs(u, A)]
is continuous in 6, u and . Thus, since the parameter space is compact we have that
[96(£,m)| < K, for some positive constant K. Now, by defining for fized f,m =
L., L, ¢(u,A) = cos(2rul)cos(Am) or ¢(u, ) = sin{2ruf)cos(Am) in Propo-

sition A.1.1 and ¢(u, A) = plu,A) = cos(2rul) cos(Am) or ¢(u, N) = @lu, \) =
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sin{(2muf) cos(Am) in Proposition A.1.2, we deduce that

167r3 Z Z ( lﬂ)( '%) Sgpl’g*a(&m)f

f=—Lm=-L

M

ﬂ/[Z/. exp(—i2mul — idm) [In(uy, A) — f(u;, A)] dA

_ZLJ Z (1-7) (1) st (16

1 M g 1 ™ .
Iﬁ;/_ﬁ {In(ug, A} + flug, A)} dX — 2/0 /;ﬂj(u, A)dA du, (A7)

in probability, as M — oo. Now, from the limits {A.16) and (A.17), this theorem

M
E cos(2muif) cos{Am) [In(uj, A) — fluy, N)] dA

M““

/W sin{2mu;£) cos(Am) [T (ug, A) — fluy, A)] dA

§i
uMg

and,

follows.

Demostracién A.3.2 (Theorem 2) Let Or be the parameter value that minimizes the

Whittle log-likelihood function Lr(8) given by (77) and let 8y be the true value of the

parameter. By the mean value theorem there exists a vector Op satisfying ||0r — 6y]) <

”ET — Bpll, such that

VLr(Br) ~ Vir(o) = [V*Lr(Br)] (é}meg).,
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Therefore, it suffices to show that (a) V2Lp(0g) — T(6y), as T — oo; (b) V2Lp(0p) —
V2Lr(6) — O in probability, as T — oo; and (c) VT VLp(0) — N[0,T(65)], in

distribution, as T — co. To this end, observe that
VLr(0) = - MZ it = ol VIVl )
— V folus, A) [V folus, )7H dA
1 1 [
= ar 2 | il ) = ffu, V)
j=17°"
L1 /[ 1 A V1 " dA
_MZ Vlog fa(u;, A) [V1og fo(r;, M) d
j=177"

1
~ ) - @)+ +0 (5]

where ¢(u, A) = V2 fy(u, \)~'. Hence, an application of Proposition A.1.1 and Propo-
sition A.1.2 vyields parts (a) and (b). On the other hand, purt (c) can be proved
by means of the cumulant method. That is, by showing that all the cumulants of
VT VLr(6y) converge to zero, excepting the second order cumulant. To this end, note
that

11

dr M 4

1 &
Vet = g3 f (g, ) = o (3, NIV fo g, A) 1 02

= _'"JT ——_Z/ f@u uj: vfeo(ujv ) 'd

= ) - I+ 0 (—j}) ,

where ¢lu, N) = Vfalu, )71, Hence, by Proposition A.1.1 and assumption AJ, the
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first order cumulant of ﬁVﬁT(é’g) satisfies

VTENLr(8)] = O (—‘/—T-Eo\f—zﬁ) +0 (lg) — 0,

as T ~ co. Furthermore, by Proposition A.1.2 we have that the second order cumulant

of VTV Lr(8y) can be written as

LT CoulJn(8), Tr(8)]

TOOU[VET(HO): V‘ET(HO)] == 1672

Therefore, by Proposition A.1.2 we have that,

Th’m T Cov[V Lr(60), VL (8)]

1 1 T
=i /0 [ ) WV Fao (s A THV fog (1, ) fio (1, A)? dA ds

1 pr
= ;1; / / V log fa, (u, \)[V 10g foo(u, \)] dA du = T(8y).
0 J-m

Finally, for p > 2, Proposition A.1.8 gives T??cump[VLr(8)] — 0, as T — o0,

proving part (c).

Demostracién A.3.3 (Theorem 8) By observing that the Fisher information matriz

evaluated at the true parameter, Tp(f), s given by
FT(QD) = TOO’U[VET(QO), VCT(HG)]

the result is an immediate consequence of Proposition A.1.2.
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Demostracién A.3.4 (Theorem 4). Let V" = Var(3), then

/0 Varfd(u)] = /0 Yo gV gi(u) diu)

i=1 j=1
P 14 T 1 P P -
=YW [ st =30 Y- Vs,
i=1 j=1 Y i=1 j:].
where
1
by = [ ooy dta) = by
0
Therefore, by Theorem 5.2.2
1 N pop P p
lim T f Varld(w)]du = > > Jim VDb =3 ayhy,
Vo =1 g1 i=1 j=1

1 T
where A = T and T — 11; /0 / ﬁ 3% log (1, X) 8%1@ Flu, \) dA du. But, log f(u, X) =

log(o?) — log(27) — dp(u) log |1 — ei)‘|2. Thus,

8)861 Iog f(’U:, )\) = '“Q—g(u) 108; ’1 _ ei,x|2.

Hence,

! 1/ A
Ty 2/0 gi(u)g;{u) du x E;T/-W (log[l — e ) dX = 5 bij,

2 6
and then I’ = %B and A = —28_1. Consequently, since A and B are symmetric
s

matrices

, b~ 6 6p
Mim T | Varld(u)] du = tr(AB) = %—Etr(fp) = —.
0

T—o0 ﬂ-2




Apéndice B

Programas

A continuacién se presentan los programas que se implementaron para simular y

ajustar el caso lineal descrito en el Ejemplo 3.2.2.

B.1. Simuladores

B.1.1. Isfn.trunc.sim

lsfn.trunc.sim <- function{n = 1000, m = 100, alpha = numeric(), beta = numeric(), z = rnorm{n)}{

z <- cl{rep(0,m}, z)

auxl <- length(beta)
aux2 <- length(alpha)
u <- (1:n)/n

up <- matrix{(NA, ncel
ugq <- matrizx(¥A, ncel

1)
n)

auxl, nrow
aux2, nrow

(Y

;3 1

for(j in 1:{auxi}){
upl,jl <- v~ (j-1)
}

for(j in 1:(auzx2)){
ugl.ji < v (j-1)
}

d <~ up¥xibeta
sigma <~ ug¥*%alpha

y <- vector("numeric")
k <= 1:m

for(t in 1:n){
Psi <~ exp(lgamma(d[t]+k) - lgamma(k + 1)-lgamma{d[t]))

y[t] <= zlt + m] + sum{ z[t:{m + t - 1)) * rev(Psi} )
}
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y <- as.vector(y*sigma)
return{y)
}

B.1.2. lsfn.innov.sim y kapp

kapp <- function(m, betz = numeric(), zlpha = pumeric()){

auxl <- length(beta)

aux? <- length{alpka}

u <- {1:n)/n

up <- matrix(NA, ncol = auxl, nrow n)
uq <- matrix(N4, ncol aux2, nrow = 10}

L}

for(j in 1:(aux1)){
upl,j1 <= w™(j-13
}

for(j im 1:(auvx2)){
ugl,jl <- uw{(j-1)
}

d <~ upi*ibeta
sigma <~ ug¥*%alpha

out = matrix(0,nc=n,nr=n)
for (i in 1:m}{

i=Li
a0 = gamma(1-d[il-d[j1>
al = lgamma(i-j+d[il}

a2 = lgamma(i-j+1-df31)
a3 = gamma(i-d[i])*gamnma{d[il)
out[i,j] = sigmalil * sigma[3j] * aC * exp(al-a2)/a3
}
out = out + t{out)
diag(out) = diag(out)/2

return (out)

¥

lsfn.imnov.sim <- function(n = 200, alpha = numeric(), beta = nueeric(), =z = raorm{n))}{

a=kapp(n, beta = beta, alpha = alpha)
b=chol{a)

y=t (b} %*iz

return(as.vector(y))

}

B.1.3. lIsfn.fracdiff.sim

1sfn.fracdiff.sim <- function(n = 1000, ar = NULL, ma = NULL, beta = numeric(), alpha = numeric(},
p = length(ar), g = length{ma), z = ranorm(n + ¢@)){

R R R R SR R

## Reguiere pagquete: “fracdiff" ##

auxl <- length{betal
aux2? <- length{alpha)
u <- {1:n)/n




n)
n)

up <- matrix(NA, ncol = auxl, nrow
uq <- matrix(N4, ncecl aux?2, nrow

for(j in 1:(auxi}){
upf,j} <= u‘(j—i)

¥

for(j in 1:({aux2}){
ugl,j1 <- u~{j-1)

}

d <- upi*ibata
sigma <- uqgi*lalpha

y <= vecter{"numeric™)

for(i in 1:n){

sux <— fracdiff.sim(n = n, ar = ar, ma = na,

y[iJ <- sipmaflil=aux
}
return(y)

}

z)§series{i]
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B.2. Estimador Whittle

B.2.1. Isfn.whittle

isfn.whittle <- function(seriesl, N, §, model = list(p =1
beta.2 = ¢, beta.3 = 0, alpha.0 = 1, alpha.l = ©, alpha.2
T <- length{seriesl}

)
q
=0 iter.max = 150, eval.max = 200){

)

if{model$p==1 & modelfq == 1){

start = c(start$beta.0, start$beta.l, start$alpha.0, start$slpha.l)
aux <- nlminb{start = start, whittle.nomstat.loglik.case.4,

series = seriesi, N =N, 3 = S,

control = list(iter.max = iter.max, eval.max = eval.max))

par <- auxjpar

loglik <- -aux$cbjective

ale <- -2xloglik + 2 * length(par)/T

convergence <- aux$convergence

summary <- chind{par,
var.nonstat.3(length(seriesl), beta = par[1:2], alpha = par[3:41)$8D,
= par[3:4])$s5D)

par/var.nonstat.3(length(seriesl), beta = par[1:2], alpha

rownames {summary) <- c("beta.0", "beta.1", "alpha.O","alpha.i"}
colnames (summary) <- c("Estimate", "S.D.", "t value")

summaxry

suppressWernings (return({par, loglik, aic, convergence, sumpary))
¥

else{

if (model$p==1 & model$q == 0){
start = c(start$beta.0, start$beta.l, start$alpha.0)

aux <- nlminb{start = start, whittle.nonstat.loglik.case.3, series = seriesi, N =N, 8 = 3}

par <- aux$par

loglik <- -aux$objective

aic <~ -2+%loglik + 2 * length(par)/T
convergence <- auxficonvergence

summary <- cbind(par,
var.nonstat.3(length(seriesl), beta = par{1:2], alpha = par[3])$sD,
= par{3])$sD;}

par/ver.nonstat.3(length(seriesi), beta = par[1:2], alpha

rownames (summary) <- c("beta.0", "beta.l", *alpha.0"}

colnames (summary) <- c{"Estimate", "5.D.", "t value")

summary

suppressWarnings (return(par, loglik, aic, convergence, summary))}
}

elsef

if (model$p==0 & model$q == 1){
start = c(start$beta.0, start$alpha.0, start$alpha.i)

nlminb{start = start, whittle.nonstat.loglik.case.2, series = seriesl, N =N, § = 3)

aux <-
par <- aux$par

loglik <~ -aux$objective

aic <- -2xleglik + 2 * length(par)/T
convergence <- aux$convergence

summary <- cbind(par,
var.nonstat.3(length(seriesi}, beta = par[1], alpha = par({2:3])$sD,
= par[2:3])$sSD)

par/var.nonstat.3(length(seriesl), beta = par[1], alpha

rownames (summary) <- c("beta.0", "alpha.Q", "alpha.1")
colnames (summary) <- c<{("Estimate”, "S$.D.", "t value")
summary

suppressWarnings{return(par, loglik, aic, convergsnce, summary))

102

= 1), start = list(beta.0 = 0.2, beta.l = 0,
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}

elsed

if {model$p==0 & modelfq == 0){

start = c(start$beta.Q, start$alpha.0)
anx <- nlminb(start = start, whittle.nonstat.loglik.case.l, series = seriesi, N =1F, § = &)
par <- aux$par

loglik <~ -aux$objective

aic <- -2*%loglik + 2 ¥ lemgth{par)/T

convergence <- aux$convergence

summary <- cbind{par,
var.nonstat.3{length(seriesl), beta = par{1], alpha = par[Z])}$3D,

par/var.nonstat.3(length(serissl}, beta = par{1], alpha = par{2])$sD)

rownames (summary) <- c{"beta.0", "alpha.0")

colpames (summary) <- ¢("Estimate*, "S.D.", "t value")

summary

suppressWarnings (return(par, loglik, aic, convergence, summary))
¥

else{

if (model$p==0 & modelfq == 2}{
start = c(start$beta.0, start$alpha.0, start$alpha.i, start$alpha.2)

aux <- nlminb{start = start, whittle.nonstat.loglik.case.5, series = seriesl, N =1H, 8 = s)

par <- aux$par

loglik <- -aux$objective

aic <~ -2#leglik + 2 * length{par}/T
convergence <- auxfconvergence

summary <-— cbind(par, .
var.nonstat.3{length(seriesl), beta = par[i], alpha = par[2:4]1)$sD,

par/var.nonstat.3(length(series1), beta = par[1], alpha = par[2:41)$5D)

rownames (summary) <- c("beta.0", "alpha.0", "alpha.l", "alpha.2")
colnames(summary) <- c(*Estimate”, "3.D.", "t value")

summary

suppressWarnings (return{par, loglik, aic, convergence, summary))
}

else{

if {model$p==1 & model$qg == 2}{
start = c(start$beta.0, start$beta.l, start$alpha.0, start$alpha.i, start$alpha.2)

aux <~ nlminb{start = start, whittle.nonstat.lcglik.case.8, series = seriesl, N =N, § = 5

par <- aux$par

loglik <- -aux$objective

aiec <~ -2+loglik + 2 * length{par)/T
convergence <- aux$convergence

summary <- cbind(par,
var.nonstat.3(length(seriesl), beta = par[1:2], alpba = par[3:5]1)$3D,
= = par[3:51)%8D}

par/var.nonstat.3{length(series1), beta = par{1:2], aipha
rownames (summary} <- c(*beta.0", "beta.l", "alpha.Q", "alpha.l", "alpha.2")

colnames{summary) <- c("Estimate", "S5.D.", "t value")

summary

suppressWarnings(return{par, loglik, aic, convergence, summary)}
}

elseq{

if (model$p==2 & model$qg == 0){
start = c{start$beta.0, start$beta.i, start$beta.2, start$alpha.0)

aux <~ nlminb{start = start, whittle.nonstat.loglik.case.7, serles = seriesl, N =N, § = 8)

par <- aux$par

loglik <- —aux$objective

aic <~ ~2*loglik + 2 * length(par}/T
convergence <~ aux$convergence
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summary <- chind{par,
var.nonstat.3(length{seriesl), beta = par(1:3], alpha = par{4])$sD,

par/var.nonstat.3(length(seriesl), beta = par[1:3], alpha = par[4])$sD)
rownames {summary) <- c{"betz.0", "beta.1", "beta.2", "alpha.0")

colnames (summary) <- c{"Estimate", "S5.D.", "t value")

summary

suppressWarnings (return(par, loglik, aic, convergence, summary)}
}

else{

if(model$p==2 & model$q == 1){
start = c{start$beta.0, start$beta.i, startfbeta.2, start$alpha.0, start$alpha.l)

aux <- nlminb(start = start, whittle.nonstat.loglik.case.8, series = seriesl, N =N, § = &)
par <- aux$§par

loglik <~ -aux$objective

aic <- -2xloglik + 2 * length(par}/T

convergence <- auxfconvergence

summary <- cbind{par,
var.anonstat,3(length(seriesl), beta = par[i:3], alpha = par[4:5])$SD,
= par[1:3], alpha = par[4:5])§SD)

par/var.nonstat.3{length{(seriesi}, beta =

rownames (summary} <~ c{"beta.C", "beta.l", "beta.2", "alpha.0", "alpha.1"}
colnames (summary) <- c¢("Estimate”, "S.D.™, "t value")

summary

suppressWarnings (return(par, loglik, aic, convergence, summary))

¥

else{

if (model$p==2 & model$q == 2){
start = c(start$beta.0, start$beta.l, startfbeta.2, start$alpha.0, start$alpha.l, start$alpha.2)

sux <- nlminb(start = start, whittle.nmomstat.loglik.case.9, series = seriesi, N =N, 5 = 8)

par <- aux$par

loglik <- -aux$objective

aic <= -2#loglik + 2 * lepgth{par)/T
convergence <- aux$convergence

summary <- cbind(par,
var.nonstat.3(length(seriesi), beta = par[i:3], alpha = par{4:6]1)§sD,
par/var.nonstat.3(length(series1), beta = par[1:3], alpha = parl4:61)85D)
rovnames { summary) <- c(“beta.0", "beta.i", "beta.2", "alpha.0", "alpha.1", "alpha.2")

colnames{summary) <- <{"Estimate”, "S.D.", "t valus")

summary :

suppressWarnings (return{par, loglik, aic, convergence, summary) )
+

elseq

if {model$p==3 & modelfg == 0){
c{startfbeta.0, start$beta.l, start$beta.2, startfbeta.3, startfalpha.0)

start =
start, whittle.nonstat.loglik.case.10, series = seriesl, N = N, 8 = 5)

aux <- nlminb(start =
par <- aux$par

loglik <- -aux$objective

aic <- -2%loglik + 2 * length(par)/T
convergence <- aux$convergence

summary <- cbind(par,
var.nonstat.3(length(seriesl), beta = par[1:43], alpha = par[5])$3D,
par/var.nonstat.3(length(seriesl), beta = par[1:4], alpha = par[5])$30D)
rownames (summary) <- c("beta.G", "beta.l", "beta.2", “beta.3", "alpha.0")}
colnames {summary) <- c(*Estimate", "S.D.", "t value")

summa.r}'

suppressWarnings (return{par, loglik, aic, convergence, summary) )

}

alse{

if {model$p==3 & modellq == 1){
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c(start$beta.0, start$beta.l, start$beta.2, start$beta.3, start$alpha.C, start$alpha. 1)

start =
nlminb(start = start, whittle.nonstat.loglik.case.il, series = seriesl, N =N, 8 = 8

aux <-
par <- aux$par

loglik <- -aux$objective

aic <- —-2%loglik + 2 * length{par)/T
convergence <~ auxfconvergence

summary <- cbind(par,
var.nonstat.3(length{series1), beta = par[1:4], alpha = par[5:6])$5D,
par/var.nonstat.3(length(seriesi), beta = par{i:4], alpha = par[5:6]1)$3D}

rownames (summary) <- c("beta.Q", "beta.l", "beta.2", "beta.3d", *alpha.0", "alpha.1")
colnames (summary) <- c("Estimate", "S.D.", "t valua")

summary

suppressWarnings (return (par, loglik, aic, convergence, summary))

}

else{

if (model$p==3 & model$q == 2){
c(start$beta.0, start$beta.l, start$beta.2, startfbeta.3, start$alpha.C, start$alpha.l, start$alpha.2)

start =
= seriesi, N = ¥, § = 58)

aux <- nimimb(start = start, whittle.nonstat.loglik.case.12, series
par <- aux$par

loglik <- -aux$objective

aic <- -2%loglik + 2 * length{par)/T

convergence <- aux$convergence

summary <- cbind(par,
var.nonstat.3(length(seriesl), beta = par[i:4], alpha = par[5:7])$3D,

par/var.nonstat.3(length(seriesl), bata = par(1:4], alpha = par{b:71)$3D}
"beta,2", “"beta.3", “=lpha.Q", "alpha.l", "alpha.2")

rownames (summary) <- c¢("beta.Q", "beta.l",

colnames {summary) <- c("Estimate", "$.D.", "t value™)

sunmmary

suppressWarnings (return (par, loglik, aic, convergence, summary))
}

else{

warning("Error en el ingreso del modelo")

B e b b S o o L e b e o b

B.2.2. whittle.taper.loglik.new.1

whittle.taper.loglik.new.l <- function(d, series, sigma){
series <- series - mean(series)

series <- taper{series)

a <- ffi{series)

a <- Mod{a)"2

n <- length(series)

m <- nf2




a <- (4 * all:mi}/(pi * 3 * n)

#

#Fourier frequencies

#

w <= (pi * (1:m))/m

#

#3pectral Density:

#

b <- sigma"2+fn.density(lambda = w, 4 = d)
#

# Whittle Log-likelihood

#

loglik <~ 2 * pi * ( sum(log(b)) + sum(a/b} )
return{loglik/n)

}

B.2.3. taper

taper <- function(x}{
n <- length{x)
a <- 0.5%(1-cos(2#pi*(0:(n-1)}/n})

return{x%a)

B.2.4. fn.density

fn.density <- function(lambda, d){
#

# Spectral density of an ARFIMA{0,d,0) process

#
a <~ (2 * sin(lambda/2})"(-2 * d)

a <- af(2 * pi}
returafa)

B.2.5. wvar.nonstat.3

var.nonstat.3 <~ function(T = 1, alpha =
[22 sl St e R S L S S S S S S S S

## Calcula varianza teorica. H#i#
## Case: ##
## d(u) = b0 + bl * u + ... + bp x up #i#
## sigma(u) = a0 + al * u + ... + ap * u"p ##

TSR R R AR R R R R R

if (length{alpha)==0}{
if (length(betal)==0){

warning ("Ingresar coeficientes para d{(u) y sigma{u)")

¥

else{

warning("Ingresar coeficientes de sigma(u}')
X

}

= numeric(), beta = numeric(), subdivisiens = 100){
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else{

if (Zength(beta)==0){

warning("Ingresar cosficientes para d(u)}")

H

else{

a <~ length{beta)

b <- length{alpha)

VAR <~ matrix(0, ncoel = a + b, nrow = a + b)
VAR[(1:a), (1:a)] <- var.beta(T = T, p = length(betal)-1}
YAR[(a+1); (a+b), (a+1): (a+b)] <- var.alpha(alpha = alpha, subdivisions = subdivisions, T = T)
SD <- sqrt{diag(VaR))

suppressWarnings (return{VAR,SD)})

¥

¥

¥

B.2.6. var.beta y var.alpha

var.beta <- function(T =1, p = 0}{

M <- matrixz{NA, nrow = p + 1, ncol = p + 1)
for{i in 1:{p+1)){

for{j in 1:(p+1)){

M[L,j] <- pi~2/(6*({(i-1}+{j-1)+1))

}

}

solve(M)/T

}

var.alpha <- function{alpha = numeric{), subdivisicms = 10C, T = 14{
g <~ length{alpha)

if (q==0){

warning{"Ingresar coeficientes")

}

else{

£ <- functiom(u, alpha, i, j){

z <- vector("numeric”)

for(k in 1:length(u)}{

z[k]<—ulk]~ (i+j)/ (sum(u k] “{0: (g-1))*alpha)) "2
}

z

¥

M <~ matrix(NA, nrow = ¢, ncel = q}

for{i im 0:(g-1)){

for(j in 0:(g~1)){

M[i+1,j+1] <- ivtegrate(f, lower = 0, upper = 1, alpha = alpha,
subdivisicns = subdivisiens, i = i, j = j)§value

¥

¥

solve (2¢M) /T

¥

T
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B.2.7. whittle.nonstat.loglik.case.l hasta
whittle.nonstat.loglik.case.12

whittle.nonstat,.loglik.case.l <- function(x, series, W, s){
## Case 1: d(u) = beta.0, sigma(u) = alpha.0 ##
T1 <- length(series)

M <- trunc((T1 - N + S)/8)

beta.0 <- x[1]

beta.l <~ 0

alpha.0 <- x[2}

alpha.1 <- ©

#

# Verifying d in (0,1/2)

#

beta.min <- beta.0 — max{Q, - beta.l)

beta.max <—- beta.0 - min{.49, .49 - beta.l)
alpha.sum <- alpha.C+alpha.l

i£{(beta.min < 0} |{ {beta.max >= 0) || {alpha.sum == 0) }
leglik = 100000000000,
else f

cc <- vector{"numeric")

for(j in 1:M) {

d <~ beta.0 + beta.l * {(8 * (j - 1))}/T1 + (0.5 * N)/T1)}

sigma <~ alpha.0 + alpha.l * ((§ = (j - 1))/T1 + (0.5 + N)/T1)
i.ini - 8% (j - 1) + 1

i.fin <- i.ipi + N - 1

series.j <- series[i.ini:i.fin]

ec[j] <- whittle.taper.loglik.new.1(d = d, series = series.j, sigma
}

loglik <~ mean(cc)/(4*pi)

¥

return{loglik)

¥

= sigma)

whittle.nonstat.loglik.case.2 <~ function(x, series, N, 8){
## Case 2: d{u) = beta.0, sigma(u) = alpha.{ + alpha.l * u##
T1 <- length(series)

M <- trunc{(Ti - N + 8)/8)

beta.0 <- x{1]

beta.l <~ O

alpha.0 <- x[2]

alpha.1 <- x{3]

#

# Verifying d in (0,1/2)

#

beta.min <- beta.0 - max(0, - beta.l)

beta.max <- beta.0 - min(.49, .49 - beta.l
alpha.sum <- alpha,O+alpha.l

if ((beta.min < 0} || (beta.max >= 0) || (alpha.sum == 0) )
loglik = 100000000000,
else {

ce <- vector("numeric")

for(j in 1:M) {

d <~ beta.0 + beta.l * ((8 * (j - 1)I/TL + (0.5 * N)/T1)
sigma <~ alpha.0 + alpha.1 * ((8 * {j - 1))/T1 + (0.5 * N)/T1}
i.ini <= 8% (j - 1) + 1

i.fin <- j.ini + ¥ - 1
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series.j <- seriesli.ini:i.fin] )
cel[j] <- whittle.taper.loglik.mew.1(d = d, series = series.j, sigma = sigma)

}

loglik <- meam{cc)/(4#pi)
¥

return{loglik)

1

whittle.nonstat.loglik.case.3 <~ function(x, series, N, 5}{
## Case 3: d(u) = beta.d + beta.l * u, sigma(u) = alpha.O##
T1 <- length{series)

M <- trunc({Ti - N + 8)/8)

beta.0 <- x[1]

beta.1 <~ x[2]

alpha.0 <- x[3]

alpha.l <- 0

#

# Verifying d in (0,1/2)

¥

beta.min <- beta.0 - max{(Q, - beta.l)

beta.max <- beta.0 - min{.49, .49 - beta.l)

alpha.sum <- alpha.(Q+alpha.l

if((beta.min < 0} |i {beta.max >= 0) || {alpha.sum == 0) )
loglik = 1000Q0000000.
else {

cc <- vector{“"numeric")

for(j in 1:M) {
d <- beta.0 + beta.l * ((8 % (3 - 1))/T1 + (0.5 * N)/T1}

sigma <- alpha.Q + alpka.i * ((3 % {j - 1))/T1 + (0.5 * N)/T1)

i.ini <= § % (j - 1) + 1

i.fin <- i.ipni + N - 1

series.j <- series[i.ini:i.fin]

cc[j] <- whittle.taper.loglik.mew.1(d = &, series = series.j, sigma = sigma)

}
loglik <- mean{cc}/(4*pi)
}

return(loglik)

}

whittle.nonstat.loglik.case.4 <- function(x, series, N, 8){

## Case 4: d(u) = beta.0 + bsta.1 * u, sigma(u) = alpha.0 + alpha.l * u##
T1 <- length(series)

M <~ trunc{(TL - N + 8)/8)

beta.Q <~ x[1]

beta.1 <~ x[2]

alpha.0 <- x[3]

alpha.i <- =xf4]

#

# Verifying d in (0,1/2)

#

beta.mir <- beta.0 - max{C, - beta.l)

beta.max <~ beta.0 - min{.49, .49 - beta.l)
alpha.sum <- alpha.O+alpha.l

if{(beta.min < 0) || (beta.max >= 0) {| {(alpha.sum == 0) )
loglik = 100000000000,

else {

cc <- vector("numeric")

for{j in 1:M) {
@ <- beta.0 + beta.l % {(§ * (j - 1))/Tt + (0.5 » N)/T1}




sigma <- alpha.0 + alpha.1 * ({8 * {(j - 1))/T1 + (0.5 * ¥)/T1)

i.ini <- 8 % (j - 1) + 1

i.fin <- i.ini + N - 1

series.j <- series[i.ini:i.fin]

cc[j] <- whittle.taper.loglik.rew.1(d = &, series = series.j, sigma = sigma)
1

loglik <- mean(cc}/(&*pi)}

¥

return(loglik)

iy

whittle.nonstat.loglik.case.5 <- function(xz, series, N, 85){

## Case 4; d{u) = beta.0, sigma(u) = alpha.0 + alpha.l % u + alpha.2 * u”2##
Ti <~ length(series)

M <- trunc((T1 - N + $3/8)

bata.0 <~ x[1]

beta.l <- 0

alpha.0 <- x[2]

alpha.1 <- x{3]

alpha.2 <- x[4]

#

# Verifying d in (0,1/2)

#*

beta.min <- beta.0 - max(0, - beta.l}

beta.max <- beta.0 - min{.49, .48 - besta.l)

alpha.sum <- alpha.0+alpha.l+alpha.2

if{(beta.min < 0) }| (beta.max >= 0) || ({alpha.2 > 0) && (alpha.1"2 > 4 * alpha.0 % alpha.2))

Il ¢({alpha.2 < ©) && ( (alpha.0 < 0} || (alpha.sum < 0) ) ))

logilik = 100000C0O0000.

else {

cc <~ vector("numeric")

for{j in 1:M) {

d <- beta.0 + beta.2 * ((8 * (j - 1))}/T1 + (0.5 % N)/T1}

sigma <- alpha.0 + alpha.l * ((3 * (j - 1))/Ti + (0.5 * N)/T1}
+ alpha.2 * ((8 = (j - 1))/T1 + (0.5 = N}/T1)"2

i.ini <= 8§ * (j - 1) + 1

i.fin <- i.imi + ¥ - 1

series.j <- seriesfi.ini:i.fin]

cc[$] <- whittle.taper.leglik.new.1(d = d, series = series.j, sigma = signma)
}

loglik <- mean(cc)/{4*pi)

}

return(loglik)

}

whittle.nonstat.loglik.case.§ <- function(x, series, N, 5){
## Case 4; d(u) = beta.0 + beta.l * u, sigma(u) = alpha.C + alpha.l * u + alpha.2 * u 2##
T: <- length(series)

M <- trunc{{T1 - N + 8)/8}

beta.0 <- x[1]

beta,1 <~ x[2]

alpha.0 <- x[3]

alpha.1l <- x[4]

alpha.2 <- x[5]

#

# Verifying 4 in (0,1/2)

4

beta.min <- beta.0 - max{C, - beta.l}

beta.max <- beta.0 - min(.49, .49 - beta.l)
alpha.sum <- alpha.O+alpha.l+alpha.2

110
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if ((beta.min < 0) || (beta.max >= 0) |} ({alpha.2 > 0} && (alpha.172 > 4 * alpha.0 * alpha.2))
|{ {alpha.2 < 0) && ( (alpha.0 < @) || (alpha.sum < Q) ) )
loglik = 100000000000,
else {
cc <- vector{"numeric")
for(j im 1:M) {
d <- beta.0 + beta.1 * ((§ = (j - 1))/T1 + (0.5 = N)/T1)
sigma <- alpha.Q + alpha.l % ((8 * (j - 1))/T1
+ (0.5 ¥ ¥)/T1) + alpha.2 * ({8 = (j - 1))/T1 + {0.5 * N)/T1)"2
i.ini <= 8 % (j - 1) + 1
i.fin <— i.ini + N - 1
series.j <~ series[i.ini:i.fim]
celj] <- whittle.taper.loglik.new.1(d = d, series = series.j, sigma = sigma)
}
loglik <= mean(cc)/(4%pl)
1 .
return(loglik)
¥

whittle.nonstat.loglik.case.7 <- function(x, series, N, S){

## Case 4: d(u) = beta.0 + beta.l % u + beta.2 * u"2, sigma(u) = alpha.O##

Ti <- length(series}

M <- trunc((Ti - N + §}/5)

beta.0 <= x[1]

beta.l <- x[2]

beta.2 <- x[3]

alpha,0 <- xz[4]

alpha.l <- 0

alpha.2 <~ ©

<- s5eq(0,1,0.001)

<~ beta.Q + beta.l *x u + beta.2 % u"2
<~ alpha.Q + alpha.l * u + alpha.2 * u"2
.max <- max{d)

.min <- min{d)

max <« max(s)

min <- min(s}

LI T = PR = R s T = P =

if{d.max »>= 0.5 || d.min <=0 || s.min <= 0}{
loglik = 100000000000,

b

aelse {

ce <- vector("numeric")

for{j in 1:M) {
d <- beta.0 + beta.i * ((8 * (j - 1)Y/T1 + (0.5 * ¥J/T1) + beta.2 * ((8 * (j - 1)}/T1 + (0.5 * N}/T1}"2

signa <- alpha.0 + alpha.1 * {{S % (3 - 1))/T2 + (0.5 = ¥)/T1) + alpha.2 » ((8 * (j - 1))/Tt + {0.5 * N)/T1)"2
i.ini <~ § % €] - 1) + 1

i.fin <~ i.dni + N - 1

series.j <~ series[i.ini:i.fin]

cc[3] <- whittle.taper.loglik.nmew.1(d = d, series = series.j, sigma = sigma)

}

loglik <- mean(cc)/(4*pi}

¥

return(loglik)

¥

whittle.nonstat.loglik.case.§ <- function(x, series, N, S){

## Case 4: d(u) = beta.0 + beta.l * u + beta.2 * u”2, sigma(u) = alpha.( + alpha.l * u##
Tl <- length(series}

M <= trunc({T1 - N + 5}/8)

beta,0 <- x[1]
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beta.1 <~ x[2]

beta.? <~ x{3]

alpha.0 <- x{4]

alpha.l <- x[5]

alpha.2 <~ O

t <- 5eq(0,1,0.001)

d <~ beta.0 + beta.l * u + beta.2 * u™2
<- alpha.0 + alpha.l * u + alpha.2 % u™2
max <- max(d}

.min <- min(d)

.max <—- max{s)

.min <- min(s)

LI T < PR T |

if(d.max >= 0.5 || d.min <=0 || s.min <= 0}{
loglik = 10000000000C.

}

else {

cc <— vector('"numeric")

for(j in 1:M) {
d <- bheta.0 + beta.l * ({8 % (j - 1)}/T1 + (0.5 * N}/T1) + beta.2 * ((§ * (j - 1})/T1 + (0.5 » N)/T1)"2

sigma <- alpha.0 + alpha.l * ((S % (j - 2))/TL + (0.5 * N)/T1) + alpha.2 * {(S * (j - 1))/T1 + (0.5 = N)/T1)"2

i.dni <= 85 % {j - 1) + 1
i.fin <- i.ini + N - 1
series.j <- series{i.ini:i.fin]

cc[j] <~ whittle.taper.loglik.new.1(d = d, series = series.j, sigma = sigma)
¥

loglik <- mean(cc)/{4xpi)

¥

return(loglik)

¥

whittle.nonstat.loglik.case.® <- function{x, series, ¥, S5){
## Case 4: d{u) = beta.0 + beta.l * u + beta.2 * u"2, sigma(u)
Ti <- length(series)

M <- trunc{(T1 - N + §)/8)

beta.0 <~ x[1]

beta.l <- x[2]

beta.2 <- x[3]

alpha.0 <~ x[4]

alpha.l <- x[5]

alpha.2 <- x[6]

= alpha.0 + alpha.l * a + alpha.2 *n"2##

#

# Verifying d in {0,1/2) and sigma in (0, +infty)
#

u <- seq{(0,1,0.001)

d <- beta.0 + beta.l * u + beta.2 * u2

s <~ alpha.C + alpha.l * u + alpha.2 * u™2
d.max <- max{(d}

d.min <~ min(d}

s.max <- max{s)

s.min <~ min{s)

if(d.max >= 0.5 |) d.min <=0 || s.min <= 0}{
loglik = 140000000000,

}

else {

cc <~ vector("pumeric")

for(j im 1:M) {
d <~ beta.0 + beta.l * ((S * (j - 1})/T1 + (0.5 * M)/T1) + beta.2 * ((§ = {j - 1))/TL + (0.5 * N)/T1)"2

sigma <~ alpha.0 + alpha.i * ({8 * {j - 1))/T1 + (0.5 = N)/T1) + alpha.2 * ((§ * (j - 1)}/T1 + (0.5 * N)}/T1)"2
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i.dini <= § % (j - 1) + 1

i.fin <- i.dni + ¥ - 1

series.j <- series{i.ini:i.fin]

cc[j] <- whittle.taper.loglik.new.1(d = d, series = series.j, sigma = sigma)

¥

loglik <- mean(cc)/{(4*pi}
}

return(loglik)

}

whittle.nonstat.loglik.case.10 <~ function(x, series, N, 8){

## Case 10: d{u) = beta.0 + beta.1 * u + beta.2 * u™2 + beta.3 * u"3, sigmalu) = alpha.O##
T1 <- length(series)

M <- trunc{(T1 - N + S)/35)

beta.0 <- x[1]

beta.l <- x[2]
beta.2 <- x[3]
beta.3 <- x[4]

alpha.0 <- x[5]
alpha.l <- 0
alpha.2 <- 0

#

# Verifying d in (0,1/2) and sigma in (0, +infty)
#

u <- seq{0,1,0.001)

d <- beta.0 + beta.l * u + beta.2 * n”2 + beta.3 * u”3
s <- alpha.0 + alpha.l # u + alpha.2 * u"2

d.max <- max(d)

d.min <- min(d)

s.max <- max{s)

s.min <- min{s)

if{d.max >= 0.5 |} d.min <=0 }! s.min <= 0){
loglik = 100000000000.

}

else {

cc <- vector{"numeric®”)

for(j in 1:1) {
d <- beta.0 + beta.i * {(5 * (j - 1))/TL + (0.5 % N)/T1) + beta.2 * {{8 * (j - 1)}/T1 + (0.5 = W}/TL)"2

sigma <- alpha.0 + alpha.l * ({8 * (j - 1)}/TL + (0.5 * N)/T1) + alpha.2 % ({8 * (j - 1})/TL + (C.5 » N)/T1)"2

ivini <~ 8 % (j - 1) + 1

i.fin <= di.ini + ¥ - 1

series.j <- series[i.ini:i.finj

ccl[jl <- whittle.taper.loglik.pmew.i(d = d, series

= series.j, sigma = sigma)

}

loglik <- mean(ce)/(4*pi)
}

return{loglik)

}

whittle,nonstat.loglik.case.11l <- function{x, series, N, 5){

## Case 11: d(u) = beta.0 + beta.l * u + beta.2 * u™2 + bheta.3 * u~3,
## sigma(u) = alpha.0 + alpha.l * u

Tl <- length(series)

¥ <- trunc{(Ti - N + S}/3)

beta.C <- x[1]

beta.1 <- x[2]

beta.2 <- x[3]

beta.3 <- x[4]

alpha.0 <- x[5]
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alpha.1l <- x{6]
alpha.2 <- 0

Verifying d in (0,1/2) and sigma in (0, +infty)

<- seq{0,1,0.001)

<- beta,0 + beta.l * u + beta.2 * u™2 + beta.3 * u~3
<~ alpha.0 + alpha.l * u + alpha.2 * u™2

max <—- max(d)

min <- min{d)

max <- max{s)

min <- min{s)

®h oA R R

if(d.max »>= 0.5 || d.min <=0 || s.min <= 0){
leglik = LC0000CC0000.
¥

else {
cc <- vactor("numeric")

for(j in 1:M) {
d <- beta.0 + beta.l * ((8 % (j - 1))/T1 + (0.5 * N)/T1) + beta.2 * ((3 % (j - 1)}/TL + (0.5 = W)/T1)"2

gigma <- alpha.0 + alpha.1 * ((8 * (j - 1})/T1 + (0.5 = N)/T1) + elpha.2 * (8 * (j - 12)/Ti + (0.5 = N)/T1)"2
i.ini <= 8§ % {(j - 1) + 1

i.fin <- i.ini + N - 1

series.j <~ series[i.ini:i.Zin}

cc[j] <~ whittle,taper.loglik.new.1(d = d, series
}

loglik <- mean(cc)/(4*pi)

¥

return{loglik)

}

= geries.j, sigma = sigma)

whittle.nonstat.loglik,case.12 <~ function(x, series, N, 8S){
## Case 12: d(u) = beta,Q + beta.i * u + beta.2 * u™2 + beta.3 * u™3,
## sigma(u) = alpha.0 + alpha,1 * u + alpha.2 *u"2

Tl <- length{series)

M <- trunc((T1 - ¥ + 8)/3)

beta.0 <- x[13]

beta.1 <- x[2]

beta.?2 <- x[3]

beta.3 < x{4]

alpha.0 <- x[5]

alpha.1 <- x[6]

alpha.? <- x{7]

#

# Verifying d in (0,1/2) and sigma in (0, +infty)
#

u <~ seq(0,1,0.001)

@ <- beta.0 + beta.l * u + beta.2 * u™2 + beta.3 * u"3
s <- alpha.0 + alpka.l * u + alpha.2 % u"2

d.max <- max{d)

d.min <- min(d)

s.max <- max(s)

s.min <- min(s)

if(d.max >= 0.5 |} d.min <=0 || s.min <= 0){
leglik = 10000C000000.

}

else {

cc <- vector("numeric"}
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for(j in 1:M) {
d <- beta.0 + beta.1 * ({85 * {j - 1))/T1 + (0.5 * N)/T1)
+ bata,2 * ((8 * {j - 1))/T1 + (0.5 * M)/T1)"2

sigma <~ alpha.0 + alpha.l * ({8 * (] - 1)3/T1 + (0.5 * N}/T1)

+ aipha.2 * {{§ * (j - 1))/T1 + (0.5 % N)/T1)"2
i.ni <- 8 % (§ - 1) + 1
i.fin <= i.inl + N - 1
series.j <- series[i.ini:i.fin]
cc[j] <- whittle.taper.loglik.new.1(d = d, series = series.j, sigma = sigma)
T
loglik <- mean{cc}/{(4*pi)
T
return{loglik)
}
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B.3. Estimador Kalman

B.3.1. Isfn.kalman

lsfn.kalman <- function(seriesi, m = 10, start = list(beta.C = 0.2, beta.l = 0, alpha.0 = I, alpha.1 = 0)){

start = c{start$beta.0, start$beta.l, startPalpha.0, start$azlpha.l)

aux <- alminb{start = start, isfn.kalman.loglik, series = seriesl, m = m)

auxl <- lsfn.kalman.loglik.print(x = aux$par, series = seriesl, m = m)
loglik <- auxi$leglik
res <- auxifres

res.stand <~ auxl$res.stand

delta <- auxljdelta

hat,y <~ auxi$hat.y

convergence <~ aux$convargence
par <- aux$par

suppressWarnings (return(par, res, res.stand, delta, loglik, hat.y, convergence))

¥

B.3.2. Isfn.kalman.loglik
= 10, nsample = length(series)}{

1sfp.kalman.loglik <- function{(x, series, m =

beta.0 <- x[1]
beta.l <~ x{2]
alpha.0 <- x[3]
alpha.l <- x[4]

M <- nm+l

# Verifying d in (0,1/2) #
LRSS S e e

beta.min <- beta.Q - max(0, - beta.l)
beta.max <- beta.0 - min{.49, .49 - beta.l)
alpha.sum <- alpha.Q+alpha.l

if((beta,min < 0) || (peta.max >= 0) || (alpha.sum == 0) }{
leglik = 100000000000.

¥

elsel

d <- vector{"numeric"}
d <- beta.Q + beta.l ¥ (linsample)/nsample

sigma <- vector(“numeric")
gigma <- alpha.0 + alpha.! # (l:nsample}/nsample

sigma[{nsample+1)]<-signalnsample]

Omega <- matrix(0, nrow = M, ncol = M)
diag(Cmega) <- sigma[l]“2

X <- rep(0, M)

delta <- vector{"numeric") ## Vector de Delta’s




hat.y <~ vector("mumeric") ## vector de Ajuste’s
for(i in 1:nsample){

g <~ sigmalil#*rev(psi(d{i], m))

aux <- Omega #*% g

deltali] <- g A*¥% aux

Theta <- c{aux[2:M],0)

aux <- matrix{0, nrow = M, ncol = M)
aux{i:m,1:m] <- Omegal[2:M,2:M]

aux [M,M] <- 1

if{is.na(series{i])){

Omega <- aux

hat.y[il<-t(g)U*ix

X <- e(Xf{2:M],0}

}

elseq

Omega <= aux = Theta %#}% t(Theta)/deltal[il
hat.y[i]<-t (g} %*%X

aux <= c¢{X[2:M],0)

X <- aux + Theta * (series[il-kat.y[i]) / deltali]
}

¥

loglik <- sum{log{deita}) + sum(ma.exclude({series-hat.y) 2/delta))

}
return(leglik)

}

B.3.3. Isfn.kalman.loglik.print

lsfn.kalman.loglik.print <- function(x, series, m = 10, nsample

M <~ m+l

beta.0 <- x[1]
beta.1 <~ x[2]
alpha.0 <~ x[3]
alpha.1l <- x[4]

3145 45

# Verifying d in (0,1/2) #
BREEEAR SRR AR

beta,.min <- beta.0 - max(Q, - beta.l)
beta.max <- beta.0 - min{.49, .49 - beta.l)
alpha.sum <- alpha.0+alpha.l

if{(beta.min < 0) || (beta.max »= Q) !} (alpha.sum == 0) ){

loglik = 1000006000CC.
3

else{

d <~ vector{'numeric")
d <- beta.0 + beta.1l * (linsample)/nsample

gigma <- vector("numeric")
sigma <- alpha.0 + alpha.i * (1:nsample}/nsample
sigmal[ (nsample+1)]<-sigma[nsample]

length{series)){
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Omega <- matrix{C¢, nrow = M, ncol = M)
diag(Omega) <- sigmal1]-2

X <= rep(0, M)

delta <- vector{("numeric"} ## Vector de Delta’s
hat.y <- vector("numeric") ## vector de Ajuste’s

for(i in 1:nsample){

g <- sigmalil*rev(psi(d[il, m)}

aux <- Dmega %*% g

delta(i] <- g ¥#+% aux

Theta <- c(aux[2:M],0)

aux <~ matrix(0Q, nrow = M, ncol = M)

aux[1l:m,1:m] <- Omega[2:M,2:M]

aux{M,M] <- 1

if (is.na{series[il)){

Omega <- aux

hat.y[il<-t(g)h#%X

X <~ c(X[2:M],0)

}

else{

Omega <- aux - Theta #4+*% t{Theta)/deltalil
hat.y[il<-t (g} h*¥X

aux <- c(X[2:M]1,0)

X <~ aux + Theta # (series[i]-hat.y[i]} / deltafi]
}

>
loglik <- sum(log(delta)) + sum(na.exclude{{series-hat.y) 2/delta)}
## Residuos ##

res <~ (series-hat.y)

## Residuos Estandarizados ##

res,.stand <- res/sigma[i:nsample]

}

suppressWarnings (return(loglik, res, delta, hat.y, res.stand))

¥
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